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INTRODUCCIÓN

El agua es, sin duda, el recurso más vulnerable de la 
Tierra y se encuentra hoy en el centro de los grandes 
desafíos del siglo XXI. El cambio climático, la urba-
nización acelerada y la creciente presión agrícola y 
energética nos obligan a repensar la manera en que 
gestionamos y protegemos este vital recurso. Frente 
a este panorama, la inteligencia artificial (IA) ya no 
aparece como una fantasía futurista, sino como una 
herramienta estratégica con aplicaciones concretas: 
una aliada capaz de anticipar sequías, optimizar sis-
temas de riego, mejorar la calidad del agua y, al mis-
mo tiempo, abrir nuevas preguntas sobre cómo ga-
rantizar un uso ético y responsable de la tecnología.

Este número especial de Impluvium reúne con-
tribuciones que exploran la amplitud y la profun-
didad de esa relación entre el agua y la inteligencia 
artificial. El recorrido inicia con un marco concep-
tual y crítico, donde se reflexiona sobre la ingober-
nabilidad tecnológica y la urgencia de contar con 
principios éticos que orienten el desarrollo y la 
aplicación de la IA. Asimismo, se subraya la impor-
tancia de integrar la dimensión social en la gestión 
de los recursos hídricos, de manera que el avance 
algorítmico se traduzca en equidad y beneficio 
comunitario.
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A partir de esta base, los artículos muestran 
aplicaciones concretas que ilustran cómo la IA 
puede intervenir en todos los eslabones del ciclo 
hidrológico. Se incluyen estudios sobre la predic-
ción de fenómenos climáticos extremos y sequías, 
la gestión del agua de riego, la detección tem-
prana de fugas en redes urbanas y la estimación de 
nutrientes en cuerpos de agua superficiales. Tam-
bién se presentan innovaciones en el tratamiento y 
la calidad del agua, desde modelos que optimizan la 
reutilización hasta el diseño de materiales avanza-
dos para la remoción de contaminantes complejos. 
En conjunto, estos aportes demuestran la capaci-
dad de la IA para procesar enormes volúmenes de 
datos, mejorar la precisión de los pronósticos y con-
tribuir a la sostenibilidad de los sistemas hídricos.

El número cierra con una reflexión sobre la 
huella hídrica de la propia inteligencia artificial, 
recordándonos que el desarrollo digital también 
implica un consumo significativo de agua y ener-
gía. Considerar este aspecto es esencial para que 
el despliegue tecnológico no agrave las presiones 
ambientales que busca resolver.

La conclusión es clara: la inteligencia artificial 
ya no es una promesa distante, sino una herra-
mienta disponible hoy para anticipar sequías, 
optimizar redes, mejorar la calidad del agua y 
fortalecer la gobernanza. Los retos que enfrenta-
mos son inmediatos y requieren respuestas ágiles. 
Adoptar e integrar con rapidez estas innovaciones 
no solo incrementará la eficiencia, sino que abrirá 
la puerta a una gestión hídrica más justa, resiliente 
y sostenible. El futuro del agua depende de las deci-
siones que tomemos ahora. Por ello, debemos mirar 
a la inteligencia artificial no solo como un instru-
mento técnico, sino como un verdadero catalizador 
de cambio hacia modelos de gestión integrados, 
inclusivos y responsables. Espero que las ideas y 
experiencias reunidas en este número de Implu-
vium inspiren a investigadores, gestores y profe-
sionales a transformar la innovación en acción y a 
construir, juntos, soluciones que garanticen la segu-
ridad hídrica en un mundo en transformación. 

JOSÉ ANTONIO ROMERO GIL
Asesor de investigación en el Instituto de Ingeniería UNAM
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IA Y GESTIÓN DEL AGUA EN MÉXICO: 
OPORTUNIDADES Y DESAFÍOS

PEDRO MANUEL NÚÑEZ GARCÍA Y  
MARIO ÓSCAR BUENFIL RODRÍGUEZ 
Instituto Mexicano de Tecnología del Agua

Resumen
En los últimos cinco años, el desarrollo de la inteli-
gencia artificial (IA) y la oferta de sus aplicaciones 
se ha acelerado. Este artículo ofrece un panorama 
de la problemática del agua en México y su contexto 
global. Se analizan los impactos de la IA mediante 
sus huellas hídrica, energética y ecológica, ante su 
uso masivo. Además, se revisa la oferta de aplica-
ciones de IA en gestión, seguridad y comunicación 
relacionados al agua, así como áreas de oportuni-
dad en México. Se concluye que los servidores de IA 
no representan un impacto ambiental preocupante 
y su uso llevaría a mejores soluciones, pero es esen-
cial que las instituciones encargadas del agua cuen-

ten con recursos, personal y sistemas sólidos para 
enfrentar los difíciles retos futuros.

Introducción:  
Necesidad de mejores herramientas de gestión
En México, la distribución del agua es desigual: el 
sur cuenta con ríos caudalosos y el norte es seco, 
caracterizado por desiertos. El desarrollo urbano 
y productivo ha acentuado esta condición. En 50 
años, la disponibilidad media de agua per cápita se 
redujo a menos de la mitad y el 50 % de la pobla-
ción vive en zonas de severo estrés hídrico. Según el 
censo 2020 del INEGI, solo el 34 % del agua residual 
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recibe tratamiento, mientras 6 
millones de personas carecen de 
drenaje y 5 millones no tienen 
acceso a agua potable.

El desarrollo económico 
ha generado desequilibrios 
ambientales y sociales: perfora-
ción de pozos en zonas de veda, 
ríos usados como drenajes y 
vertederos, crecimiento pobla-
cional que invade cauces y tala 
bosques, reduciendo recarga 
de acuíferos e incrementando 
riesgo de inundaciones. Se sub-
sidia energía y agua a la agricul-
tura, aunque más de la mitad 
se desperdicia o contamina, 
representando este sector el 76 
% del consumo nacional. Esto 
ha exacerbado conflictos entre 
usuarios, comunidades y esta-
dos, incluso en la frontera con 

E.E. U.U., como refleja la dificultad reciente para cumplir el Tratado de 
Aguas de 1944.

El cambio climático amplifica la presión sobre los recursos. Para 2050 
se proyecta que México y Perú tendrán estrés hídrico alto, y Chile extre-
madamente alto (véase Figura 1). México, por su población mayor, enfren-
tará una exposición significativa a la falta de agua y riesgos asociados.

Figura 1. Estres hídrico en el mundo para el 2050
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El patrón de sobreexplotación de recursos es global. Para generar 
conciencia social se ideó el “Global Overshoot Day” que señala que los 
recursos ambientales que la humanidad podría usar en un año, nos los 

acabamos antes del año. Ese sim-
bólico día se ha ido adelantado 
progresivamente, reflejando que 
hay un déficit ecológico planeta-
rio casi la mitad del año (véase 
Figura 2). La Global Footprint 
Network calculó que desde la 
década de los 70, México rebasó 
su capacidad regenerativa, con-
sumiendo más recursos de los 
que puede renovar y emitiendo 
más desechos de los que puede 
absorber (véase Figura 3).

Por ello, es fundamental 
implementar la gestión inte-
grada del agua (GIRH) y aprove-
char herramientas tecnológicas, 
incluida la inteligencia artificial 
(IA), además de fortalecer capa-
cidades de técnicos, especialis-
tas y organismos responsables, 
así como mejorar la conciencia 
ciudadana.

Figura 2. Evolución histórica del Earth Overshoot Day
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Desarrollo 
Inteligencia Artificial (IA) ¿amenaza o aliada?
La inteligencia artificial despierta entusiasmo en la ciencia, la política 
y la gestión hídrica por su potencial para abordar problemas comple-

jos, democratizar el acceso a la 
información y generar concien-
cia sobre la importancia de los 
recursos hídricos. Sin embargo, 
este optimismo convive con pre-
ocupaciones sobre su impacto 
real, especialmente en términos 
de consumo de energía y agua 
asociado a su entrenamiento, 
operación y procesamiento de 
información en centros de da-
tos, que constituyen la infraes-
tructura central de la IA.

Existen diferentes estima-
ciones sobre el consumo hídrico 
de la IA. Por ejemplo, para un 
modelo como GPT-3 se estima 
que un requerimiento de 0.5 
litros por cada 10 a 50 consultas 
(Li et al., 2025). Por otro lado, 
según Sam Altman, unas 1000 
consultas en el chatbot consu-
men alrededor de 0.3 de litros 

Figura 3. Huella Ecologica vs Biocapacidad en México
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de agua, es decir, 1 millón de 
consultas consumirían 0.3 m³, 
menos de lo que consume una 
familia (vivienda) al día. A nivel 
global, la demanda hídrica anual 
en los centros de entrenamiento 
de IA podría requerir unos 70 
hectómetros cúbicos de agua al 
año (Lei et al, 2025), equivalente 
al consumo de una ciudad de 
medio millón de habitantes.

En el siguiente cuadro 
(véase Tabla 1) se muestra una 
comparación entre la huella 
hídrica de ChatGPT y diversos 
productos de consumo básico, 
evidenciando que, a pesar de 
las distintas estimaciones, el 
consumo de agua y energía al 
usar IA no es significativo en la 
mayoría de los escenarios. 

De manera similar, frente a 
métodos tradicionales de análi-

sis de datos y cálculos hidráulicos, el uso de IA puede ser más eficiente 
en términos energéticos, reduciendo el tiempo de procesamiento 
requerido en búsquedas extensas en internet, consultas telefónicas o la 
revisión de voluminosos repositorios de información (véase Figura 4). 

El cerebro humano, a pesar de su reducido tamaño, consume apro-
ximadamente el 20 % de la energía corporal total. La elevada demanda 
energética no se limita al pensamiento, sino que incluye la regulación 
de emociones, movimientos y percepción del entorno. Estas activida-
des generan calor, requiriendo un eficiente sistema de enfriamiento a 
través de la circulación sanguínea y períodos de reposo, como el sueño, 
esenciales para mantener un funcionamiento óptimo (Kandel et al., 
2021). En contraste, la IA puede procesar cientos de miles de consul-
tas diariamente y sin interrupción, y si bien consume energía y genera 

Tabla 1. Huella Hídrica de IA vs diversos productos de consumo básico
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calor en sus circuitos, su reque-
rimiento hídrico para enfria-
miento es comparable al de 

unos pocos hogares, lo que resulta insignificante frente a las necesida-
des energéticas y de agua del cerebro humano (Hoffmann et al., 2022).

Estos análisis muestran que el consumo de recursos de la IA es rela-
tivamente bajo en comparación con su potencial, lo que la convierte en 
una herramienta eficiente y aparentemente sostenible para la toma de 
decisiones.

Oferta de aplicaciones de IA en GIRH
La IA está transformando la planificación y protección del agua, con 
aplicaciones en pronósticos hidrológicos, alerta temprana, manejo de 
cuencas, operación de centrales hidroeléctricas, detección de fugas, 
drenaje pluvial, análisis satelital, riego, tratamiento de aguas residuales 
y monitoreo de contaminantes.

En Corea del Sur, el Korean Water Resource Research cuenta con 
un departamento especializado en IA que ha implementado esta tec-
nología en el manejo sostenible de los recursos hídricos, desarrollando 
diversas plataformas que integran procesos de ML, IoT, Big Data e IA 
(véase Figura 5).

En gestión de riesgos, Estados Unidos, Alemania y Reino Unido han 
implementado el modelo Google Flood Hub para pronosticar crecidas 
fluviales con días de anticipación. En España, Francia y Andorra, el pro-
yecto AI4FLOOD fortalece la prevención ante inundaciones. En Nigeria 
y Mozambique, este modelo se vincula a alertas tempranas que activan 

Figura 4. Comparación del consumo 

energético tradicional vs IA
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Figura 5. Aplicaciones de IA en Corea del Sur

transferencias monetarias a comunidades vulnera-
bles antes del impacto (International Rescue Com-
mittee, 2023; Anticipation Hub, 2023). En China, el 
modelo Lingxi de Beijing anticipa lluvias extremas 
de seis horas y ya se aplica en el sector asegurador.

La IA también se usa en mantenimiento pre-
dictivo de infraestructura hidráulica, mediante 
plataformas que analizan datos de sensores e histo-
riales para anticipar fallas y priorizar inversiones. 
Paquetes como IBM Máximo, SAP EAM, Innovyze y 
servicios en la nube (Microsoft, AWS, Google) inte-
gran modelos predictivos y sistemas IoT. En Singa-
pur, EE. UU. y la U. E. son estándar, mientras que 
en México y Latinoamérica apenas comienzan a 
implementarse.

En calidad del agua, la IA detecta contaminan-
tes y anticipa deterioro ambiental mediante moni-
toreo en redes y plantas de tratamiento. Algoritmos 
optimizan potabilización y desinfección, y en aguas 
residuales mejoran el control de contaminantes y 
la gestión de lodos. Estas herramientas benefician 
tanto a países desarrollados, donde forman parte 
de sistemas consolidados, como a regiones emer-
gentes, donde apoyan a ampliar saneamiento y 
seguridad hídrica. En agricultura, sistemas inte-
ligentes recomiendan riego óptimo según suelo, 
clima y cultivo (véase Tabla 2).
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Conclusiones
La IA no constituye una amenaza para la seguridad 
hídrica, sino una herramienta cuyo impacto depen-
derá de su diseño, usos y regulación. Los hallazgos 
de este estudio señalan que su huella hídrica y ener-
gética no representa un riesgo adicional frente a los 
procesos tradicionales de análisis o al desempeño 
humano, y si se aprovecha adecuadamente, ofrece 
oportunidades para mejorar la planeación, monito-
reo y gestión de los recursos hídricos.

Fortalecer instituciones públicas y de inves-
tigación, como el IMTA, es indispensable para 
garantizar soluciones técnicas y socialmente jus-
tas. Instituciones sólidas, profesionales y finan-
cieramente autosuficientes generan confianza y 
permiten vigilar, certificar y mejorar los servicios 
relacionados con agua, salud y seguridad ambien-
tal. México, rezagado en investigación e innovación 
tecnológica, debe avanzar a un liderazgo si pre-
tende responder a los retos del estrés hídrico.

Se requieren además marcos regulatorios cla-
ros que eviten la “tragedia de los comunes” en 
el uso de acuíferos, ríos y bosques, así como en la 

Tabla 2. Catalogo de aplicaciones de IA en manejo  

administración del agua en zonas urbanas
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utilización ética de la IA. La coerción recíproca, 
acordada y vigilada (Hardin, 1968), es clave para 
asegurar el aprovechamiento sostenible.

Finalmente, la concienciación social es tan cru-
cial como la tecnología. La IA puede apoyar campa-
ñas educativas que promuevan el uso responsable 
del agua y la reducción de la huella ecológica. Pero 
esto también implica cuestionar el modelo de cre-
cimiento ilimitado que presiona a los ecosistemas. 
Reducir nuestra huella puede incluir moderación 
demográfica y de consumo, complementando los 
esfuerzos tecnológicos y normativos, recordando 
que el desafío es tan cultural y ético como científico.
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INTELIGENCIA ARTIFICIAL EN EL SECTOR HÍDRICO: 
COMPARACIÓN, APLICACIONES Y PERSPECTIVAS

OSCAR FERNANDO HERNÁNDEZ LÓPEZ,  
HÉCTOR RODRÍGUEZ RANGEL,  

LEONEL ERNESTO AMÁBILIS SOSA Y  
JOSÉ LUIS MEDINA JIMÉNEZ

Tecnológico Nacional De México, Instituto Tecnológico De Culiacán

Resumen
La inteligencia artificial ha demostrado ser una he-
rramienta valiosa para la gestión del agua, debido a 
que responde de forma dinámica al crecimiento po-
blacional y al cambio climático. Su capacidad para 
detectar patrones complejos no lineales permite di-
versas aplicaciones. Técnicas como redes neurona-
les, máquinas de vectores de soporte y algoritmos 
preentrenados han resultado especialmente útiles. 
Asimismo, la combinación de IA con tecnologías 
como el Internet de las Cosas (IoT), la computación 
en la nube y enfoques estadísticos tradicionales 
puede mejorar la eficiencia en la gestión hídrica. Sin 
embargo, aún persisten desafíos importantes, como 

la necesidad de tener datos suficientes y confiables, 
así como la limitada interpretabilidad de algunos 
modelos. Así, es importante contar con grupos de 
trabajo interdisciplinarios que permitan hacer un 
uso responsable y certero de la información del re-
curso hídrico generada con IA.

Introducción
La gestión del agua es vital para la sociedad, con 
desafíos que varían según el contexto de cada co-
munidad. Garantizar el acceso en zonas urbanas y 
rurales es crucial, especialmente ante el crecimien-
to poblacional y el cambio climático.
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La inteligencia artificial (IA) se ha convertido 
en una herramienta poderosa por su capacidad 
para procesar grandes volúmenes de datos, iden-
tificar patrones complejos y generar prediccio-
nes precisas (Hajirad, 2025, p.1). La variedad de 
variables que la IA puede considerar supera a los 
métodos estadísticos tradicionales. Por ejemplo, se 
comparó, mediante el coeficiente de determinación 
(R²), la capacidad de un modelo estadístico tradicio-
nal (regresión lineal) y uno basado en IA (Random 
Forest), ambos aplicados a pronósticos de calidad 
del agua. El modelo tradicional presentó valores de 
R² según el parámetro: conductividad (0.471–0.858), 
pH (0.700–0.929), nitratos totales (0.893–0.973) 
y alcalinidad total (0.358–0.835). En cambio, el 
modelo de IA mostró un desempeño superior, con 
valores de R² mayores a 0.99: DQO (0.99954), N-NH4

+ 
(0.99989), fósforo total (0.99988) y nitrógeno total 
(0.99989). Aunque los parámetros difieren, ambos 
estudios comparten la misma aplicación, eviden-
ciando la ventaja de la IA en términos de precisión 
(Fernandez et al, 2023, p. 16; Sun et al, 2024, p. 10).

Los métodos estadísticos funcionan bien con 
pocos datos y contextos simples, pero pierden efi-
cacia ante mayor complejidad. En esos casos, la IA 
ofrece soluciones más rápidas y precisas. Esta capa-
cidad permite tomar decisiones informadas para la 
gestión del agua, el manejo de crisis y la mitigación 
de riesgos por escasez o inundaciones (Kamyab et 
al, 2023, p. 5).

Operativamente, la IA integrada en sistemas 
inteligentes reduce costos al automatizar la recolec-
ción y el análisis de datos. Mejora la eficiencia en 
sistemas como el riego inteligente, que ajusta el uso 
de agua según la humedad del suelo, y favorece la 
sostenibilidad al evitar desperdicios.

La IA evoluciona junto con el sector hídrico, 
abriendo nuevas formas de abordar los problemas 
del agua y buscar soluciones más exigentes. Ha 
revolucionado el análisis de datos hídricos, mejo-
rando la predicción de caudales, el análisis de cali-
dad del agua y la gestión de cuencas (Biazar et al, 
2025, p. 2).
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Gestión de Recursos 
Hídricos mediante IA
La inteligencia artificial (IA) 
tiene múltiples aplicaciones en 
cuanto a la gestión del sector 
hídrico. Tanto en el monitoreo 
de calidad del agua como en la 
infraestructura hidráulica (ver 
figura 1). Se destaca en la toma 
de decisiones,  optimizar el con-
sumo, monitorear la calidad, 
detectar fugas, identificar conta-
minantes, automatizar el riego y 
anticipar lluvias o sequías. Algu-
nos de los modelos  y algoritmos 
más usados en el sector hídrico 
son ANN, MLP, LSTM, RF y VMS. 
Por ejemplo, un estudio reciente 
detectó metales pesados en agua 
y aguas residuales usando múl-
tiples algoritmos de aprendiza-
je automático, demostrando su 
utilidad como sistema de alerta 

temprana ante contaminantes que requieren análisis especializados 
(Biazar et al, 2025, p. 13). 

Gestión equitativa del recurso hídrico
En México, la cantidad de tomas de agua en operación varía según fac-
tores como población, urbanización y economía. Por ello, modelos de 
IA buscan distribuir equitativamente el recurso entre sectores clave 
(ver figura 2), promoviendo una gestión sostenible con criterios hidro-
lógicos, sociales y ambientales.

Figura 1. 
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En este contexto, la IA cobra relevancia al detectar patrones com-
plejos no lineales mediante técnicas como redes neuronales (ANN) y 
máquinas de vectores de soporte (SVM) (ver figura 2). 

Las ANN son altamente 
adaptables y pueden modelar 
patrones complejos, siempre 
que cuenten con suficientes 
datos de entrenamiento. Por 
otro lado, las SVM se desempe-
ñan mejor en contextos con con-
juntos de datos limitados y en 
problemas donde las condicio-
nes y variables están bien defi-
nidas (Hirko et al, 2025, p. 14).

También se emplean téc-
nicas avanzadas de aprendi-
zaje automático como Random 
Forest, GBM y redes LSTM, que 
han mostrado buenos resulta-
dos en la planificación hídrica.

Monitoreo de la calidad 
del agua superficial
Una de las claves para aprove-
char el potencial de la IA en la 
gestión del agua es la incorpora-

Figura 2. 
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ción del Internet de las Cosas (IoT), que permite gene-
rar datos precisos en tiempo real. Esta combinación 
permite monitoreo continuo y predicciones precisas 
de calidad del agua, mejorando la gestión y reducien-
do la contaminación en la industria, agricultura y 
abastecimiento urbano (Biazar et al, 2025, p. 12).

La IA detecta patrones en datos de sensores 
mucho más rápido que los métodos tradicionales, 
que dependen de reactivos, personal especializado 
y técnicas como espectrofotometría o cromato-
grafía. El impacto de la IA en este ámbito es nota-
ble. Aunque los resultados dependen del contexto, 
modelo y calidad de los datos, se ha demostrado 
que la IA puede reducir errores en un 30 %, mejo-
rar el monitoreo en un 40 % y optimizar la detec-
ción en tiempo real (Zou et al, 2025, p. 2).

Sin embargo, no se pueden dejar de lado los 
métodos ya utilizados en el sector hídrico, por lo 
que la integración de la inteligencia artificial suele 
ser parcial y no total. La combinación de métodos 
tradicionales con modelos de IA —modelos híbri-
dos— ha resultado efectiva para captar variaciones 

a corto plazo y tendencias a largo plazo en la cali-
dad del agua (Biazar et al, 2025, p. 12).

Infraestructura hidráulica
La inteligencia artificial optimiza la infraestructura 
hidráulica al facilitar el monitoreo, la detección de 
fugas y mejoras operativas. Modelos como YOLOv3, 
una red neuronal para detección de objetos, pueden 
entrenarse con imágenes de alta resolución para 
identificar niveles de agua en presas. En un estudio 
reciente, este modelo alcanzó una precisión prome-
dio del 90.27 % en la detección de presas de reten-
ción y 91.89 % en aquellas que contenían agua (Xia 
et al, 2025, p. 1).

Las imágenes captadas por drones o satélites 
permiten el monitoreo en tiempo real para detec-
tar riesgos. Los drones ofrecen mayor resolución; 
los satélites, mayor cobertura. En ambos casos, los 
modelos pueden optimizarse con imágenes gran-
des, coordenadas refinadas y arquitecturas en cas-
cada multimodelo, lo que mejora el monitoreo en 
terrenos complejos y condiciones hídricas variables 
(Xia et al, 2025, p. 2).
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Modelos similares a YOLOv3 se han vuelto clave 
para detectar fugas. Un enfoque eficaz combina 
una red cGAN, que genera imágenes simuladas con 
datos como caudal y nivel del agua, junto con una 
red 3D-CNN que las analiza para identificar fugas. 
Este proceso (ver figura 3) muestra el flujo de datos 
desde sensores hasta la predicción final del sistema.

Un aspecto clave, y a la vez un gran desafío, es 
que los modelos de IA dependen del contexto. Por 
ello, deben entrenarse para cada red hidráulica, ya 
que la infraestructura varía en dimensiones y com-
plejidad. Factores como diámetro, longitud y dispo-

sición de tuberías influyen significativamente en la 
detección precisa de fugas (Jun & Jung, 2025, p. 14).

Conclusión
La inteligencia artificial se ha consolidado como 
una herramienta valiosa en el sector hídrico, al per-
mitir evaluaciones más precisas y eficientes ante ta-
reas complejas que superan la capacidad humana y 
herramientas tradicionales. Sin embargo, no reem-
plaza el criterio experto, sino que lo complementa. 
Su aplicación implica desafíos como la “caja negra”, 
donde las decisiones no siempre son interpretables, 

Figura 3. 
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especialmente en emergencias. Por ello, requiere 
datos confiables y personal capacitado. Tecnologías 
como la computación paralela y la nube fortalecen 
su uso al permitir análisis simultáneos y acceso re-
moto, ampliando la velocidad, flexibilidad y alcance 
de soluciones para una gestión hídrica sostenible. 
Más que nunca, requieren equipos de trabajo con 
expertos relacionados con el sector hídrico y con los 
relacionados con las ciencias de datos y, por supues-
to, inteligencia artificial.
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INTELIGENCIA ARTIFICIAL Y GESTIÓN HÍDRICA:  
INNOVACIONES PARA COMPRENDER Y 
OPTIMIZAR EL CICLO DEL AGUA

JONATHAN ABRAHAM QUINTERO-GARCÍA
El Colegio de San Luis, A.C.

Resumen
La inteligencia artificial (IA) emerge como herra-
mienta clave para enfrentar los retos del agua ante 
el cambio climático, la urbanización acelerada y la 
creciente demanda. Este artículo examina sus apli-
caciones en el ciclo hidrológico: predicción de llu-
vias e infiltraciones, monitoreo en tiempo real de 
acuíferos y redes de distribución, optimización del 
riego agrícola, reducción del consumo industrial y 
detección de contaminantes. Asimismo, se destacan 
sus usos en plataformas de gobernanza hídrica y 
sistemas de alerta temprana, junto con los desafíos 
éticos y técnicos que plantea para garantizar un ac-
ceso equitativo. Integrada en una gestión participa-

tiva, la IA puede impulsar sostenibilidad y justicia 
en el manejo del agua.

Introducción
El agua es fundamental para la vida, el progreso 
social y la economía. Sin embargo, el cambio cli-
mático, la sobreexplotación y la rápida urbaniza-
ción amenazan su disponibilidad y calidad (WWAP, 
2022). Comprender y manejar el ciclo del agua se 
ha convertido en un desafío complicado, ya que hay 
muchas variables y niveles involucrados. Aquí es 
donde la IA puede ayudar, ya que tiene la capacidad 
de procesar grandes cantidades de datos y hacer 
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predicciones, lo cual es crucial para una mejor ges-
tión de los recursos hídricos. Este artículo examina 
cómo la IA puede desempeñar un papel en las di-
ferentes etapas del ciclo hidrológico y su potencial 
para una planificación sostenible del agua.

Desarrollo

1.	 El ciclo hidrológico  
como sistema complejo

El ciclo del agua incluye procesos como la evapora-
ción, la condensación, la precipitación, la escorren-
tía, la infiltración y el almacenamiento (Chow et al., 
1988) (Véase Figura 1). Estos procesos no funcionan 
de manera independiente; en realidad, forman un 
sistema dinámico donde intervienen factores climá-
ticos, geográficos y humanos. La IA ayuda a analizar 
este sistema al integrar datos variados (como datos 
meteorológicos, hidrológicos y de uso del suelo) 
para descubrir patrones ocultos y crear modelos 
predictivos. Por ejemplo, se han utilizado algorit-
mos de aprendizaje profundo para simular cam-
bios en la precipitación bajo diferentes escenarios 

de cambio climático, evaluando cómo esto afecta la 
recarga de acuíferos y las inundaciones. Gracias a 
estas herramientas, se mejora la gestión preventiva 

y la planificación del agua a varias escalas.

Figura 1. Ciclo hidrológico e Inteligencia Artificial
Elaborado con Generador de Imágenes, Microsoft Bing (2025).

2.	 Monitoreo en tiempo real 
mediante sensores e IA
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Los sensores IoT que se colocan 
en ríos, represas y áreas urba-
nas permiten medir el caudal, 
los niveles y la calidad del agua 
(Véase Figura 2). Estos disposi-
tivos generan una importante 

también activa mecanismos de 
alerta temprana y diagnósticos 

predictivos que pueden preve-
nir crisis hídricas locales.

cantidad de datos que, al procesarse con algoritmos de aprendizaje au-
tomático, ayudan a detectar fugas, irregularidades y casos de contami-
nación en tiempo real (Ali, et al., 2025; Taloma, et al., 2025). Incorporar 
IA en estos sistemas no solo hace más eficiente su operación, sino que 

Figura 2. Sistema de riego inteligente con IA en agricultura de precisión
Elaborado con Generador de Imágenes, Microsoft Bing (2025).

3.	 Modelación predictiva  
del ciclo hidrológico

Las redes neuronales y los modelos de regresión no lineal son herramien-
tas que permiten anticipar escorrentías, recargas de acuíferos y sequías 
(Véase Figura 3). Estas herramientas complementan la modelación física 
tradicional, que es útil para la planificación de cuencas, especialmente 
cuando se cuentan con datos incompletos (Shen, 2018). Además, el uso 
de IA ayuda a evaluar diferentes escenarios de gestión, como la cons-
trucción de represas o la implementación de políticas de conservación, 
brindando información clave para la toma de decisiones estratégicas.

4.	 Optimización del uso del agua en sectores productivos
En la agricultura, la IA permite un riego inteligente al combinar sen-
sores de humedad, pronósticos climáticos e imágenes satelitales, con 
el objetivo de reducir el desperdicio de agua (Alvim et al., 2022). Este 
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Figura 3. Sensores urbanos IoT  

aplicados en redes de agua potable

Elaborado con Generador de Imágenes, 
Microsoft Bing (2025).

enfoque, que se conoce como 
agricultura de precisión, ha de-
mostrado aumentar considera-
blemente la eficiencia hídrica 
y la productividad agrícola. En 
el sector industrial, la IA se usa 

para optimizar procesos de reu-
tilización, monitorear ciclos de 
producción y calcular huellas hí-
dricas, favoreciendo un consu-
mo más racional de este recurso.

Figura 4. Análisis de calidad del agua 

con IA

Elaborado con Generador de Imágenes, 
Microsoft Bing (2025).

5.	 Calidad del agua 
y detección de 
contaminantes

Los algoritmos de aprendiza-
je supervisado son capaces de 
analizar datos químicos y mi-
crobiológicos para detectar con-
taminantes emergentes, como 
metales pesados, pesticidas o 
microplásticos, ayudando así 
a reducir riesgos para la salud 
pública (Chen et al., 2024). Estos 
sistemas se benefician del uso de 
espectroscopía y sensores de alta 
resolución que generan grandes 
volúmenes de datos que no se 
pueden analizar manualmente.

6.	 IA y gobernanza del agua
Las plataformas digitales inte-
gran módulos de IA que apoyan 
la toma de decisiones en la ges-
tión integral de recursos hídri-
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cos. Estas herramientas permiten evaluar la asignación de caudales, 
simular distintos escenarios de demanda y priorizar inversiones en in-
fraestructura (Takeda, et al., 2021). No obstante, hay desafíos éticos que 
debemos enfrentar: la transparencia de los algoritmos, la dependencia 
tecnológica, el acaparamiento del agua por pequeños sectores y la in-
clusión de comunidades vulnerables. Por eso, es crucial diseñar marcos 
normativos y políticas públicas que aseguren que estas innovaciones 
promuevan la equidad y la sostenibilidad.

Elaborado con Generador de Imágenes, 
Microsoft Bing (2025).

Figura 5. Gobernanza digital y toma de 

decisiones con IA en gestión hídrica

7.	 México y la inteligencia artificial en 
la gestión nacional del agua

México enfrenta una crisis hídrica marcada por la sobreexplotación de 
más del 40% de sus acuíferos, la urbanización acelerada, la industriali-
zación de alta demanda hídrica, la desigualdad en el acceso al agua, la 
concentración de derechos de agua en pocas manos y los impactos del 
cambio climático (Barreda, 2025). Ante este panorama, la IA se perfila 
como herramienta estratégica. Instituciones como CONAGUA y el IMTA 
exploran modelos predictivos y sistemas de monitoreo para anticipar 
sequías, gestionar cuencas y optimizar el riego agrícola, como en el Ba-
jío. También se aplican redes neuronales para pronosticar escorrentías 
y niveles de presas estratégicas, como el Sistema Cutzamala que abaste-
ce a gran parte del Valle de México. 

El reto principal es que estas 
innovaciones tecnológicas se tra-
duzcan en una gestión hídrica 
más equitativa y sostenible, evi-
tando su concentración en pocos 
sectores y garantizando acceso 
justo a la información.
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Conclusiones
La IA puede transformar la gestión del agua al me-
jorar el monitoreo, anticipar cambios climáticos y 
optimizar la distribución en sectores urbanos, agrí-
colas e industriales. No obstante, sus beneficios de-
penden de condiciones básicas: calidad de datos, 
gobernanza efectiva, justicia hídrica y marcos re-
gulatorios sólidos. Sin estos elementos, la tecnología 
corre el riesgo de reproducir desigualdades, gene-
rar dependencia y ampliar brechas de acceso. En lo 
técnico, esta herramienta debe integrarse en enfo-
ques híbridos que combinen modelos hidrológicos y 
aprendizaje automático, considerando incertidum-
bre, validación en distintos climas y explicaciones 
transparentes. Esto evita sesgos y decisiones auto-
matizadas sin control. Asimismo, se requiere una 
gestión integral del ciclo de vida de datos y modelos 
con protocolos de actualización, auditoría y rendi-
ción de cuentas.

En gobernanza, se necesitan principios de datos 
abiertos, estándares interoperables, protección de 
privacidad y seguridad digital. La participación 
comunitaria y la ciencia ciudadana enriquecen los 

modelos y legitiman decisiones. Finalmente, deben 
impulsarse políticas de financiamiento, capacita-
ción y accesibilidad tecnológica, al tiempo que se 
atiende la huella ambiental de la infraestructura 
digital mediante prácticas de “IA verde”.

Aquí hay algunas líneas de acción recomenda-
das:

1.	 Establecer un marco regulatorio que incluya 
evaluaciones de impacto algorítmico, requisi-
tos de transparencia y mecanismos de apela-
ción para los usuarios afectados.

2.	 Crear una carta de gobernanza de datos 
hídricos, con atención a la calidad, trazabi-
lidad, metadatos y apertura por defecto, ali-
neada a los principios FAIR.

3.	 Definir estándares e interoperabilidad para 
sensores, formatos e interfaces de programa-
ción de aplicaciones (APIs), evitando así pro-
blemas de “cajas negras” y dependencia de 
proveedores.

4.	 Implementar arquitecturas híbridas que 
combinen modelos físicos y de IA, reportando 
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la incertidumbre en pronósticos y decisiones 
operativas.

5.	 Ofrecer capacitación y fortalecer las institu-
ciones en municipios y operadores, creando 
laboratorios de políticas y pruebas escalables.

6.	 Promover la participación: establecer con-
sejos de cuenca y comités ciudadanos con 
acceso a tableros públicos y datos en tiempo 
real.

7.	 Aplicar criterios de equidad territorial a la 
hora de priorizar inversiones y desplegar 
sensores e infraestructura digital.

8.	 Asegurar la sostenibilidad de la IA: exigir en 
las compras públicas eficiencia energética, 
reportes sobre huella y planes para el final de 
vida.

La IA no solo incrementa la eficiencia, sino que 
también fortalece la resiliencia ante sequías e inun-
daciones y favorece la justicia hídrica, al hacer más 
transparentes e inclusivos los procesos de decisión, 
dentro de una gestión participativa, regulada y con 
acceso equitativo.
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Resumen
En las últimas dos décadas, la frecuencia de eventos 
hidrometeorológicos extremos ha aumentado más 
del 80% a nivel global, afectando principalmente a 
regiones con alta vulnerabilidad socioambiental. Solo 
en 2023, más de 340 millones de personas fueron im-
pactadas por inundaciones, huracanes y sequías, ge-
nerando pérdidas superiores a 250 mil millones de 
dólares. Este artículo analiza el papel de la inteligen-
cia artificial (IA) en la predicción y gestión de estos 
eventos, destacando su potencial para fortalecer los 
sistemas de alerta temprana y apoyar la toma de deci-
siones en contextos con infraestructura limitada. 

Introducción
El cambio climático está intensificando de forma 
acelerada los eventos hidrometeorológicos extre-
mos: entre el año 2000 y 2019 se registraron más de 
6,600 eventos de este tipo en el mundo, casi el doble 
que en las dos décadas anteriores  (UNDRR-CRED, 
2020). Huracanes de categoría 4 y 5, precipitaciones 
torrenciales e intensas olas de calor están remode-
lando los ecosistemas, desplazando poblaciones y 
colapsando infraestructuras críticas. Las regiones 
más afectadas por el cambio climático son, preocu-
pantemente, aquellas con menor capacidad de res-
puesta: se estima que el 93 % de los desastres climá-
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ticos ocurren en países en desarrollo, donde más del 
50 % de la población carece de acceso a sistemas de 
alerta temprana eficaces (WMO, 2023).

En este escenario, la inteligencia artificial (IA) 
se perfila como una herramienta de alto impacto. Al 
analizar millones de datos en tiempo real, detectar 
patrones ocultos y anticipar escenarios críticos, la 
IA puede revolucionar la forma en que enfrenta-
mos los riesgos climáticos. Por ejemplo, modelos de 
aprendizaje profundo han demostrado ser hasta 30 
% más precisos que los métodos tradicionales para 
predecir inundaciones en cuencas no monitoreadas 
(Nearing et al., 2023). En este artículo se analizan 
las aplicaciones emergentes de la IA en la gestión de 
eventos extremos, con énfasis en territorios donde 
convergen la vulnerabilidad climática, la exclusión 
digital y la desigualdad estructural. 

Inteligencia artificial y eventos extremos 
La inteligencia artificial abarca un conjunto de téc-
nicas computacionales, entre las que destacan las 
redes neuronales artificiales (ANN, por sus siglas en 
inglés: Artificial Neural Network), los algoritmos de 

aprendizaje profundo (deep learning) y los modelos 
de árboles de decisión. Estos sistemas pueden en-
trenarse con datos históricos y en tiempo real para 
anticipar fenómenos extremos, identificar zonas de 
riesgo y emitir alertas tempranas con mayor preci-
sión, que los modelos estadísticos tradicionales. 

En India, por ejemplo, la Comisión Central del 
Agua y Google desarrollaron e implementaron sis-
temas de alerta temprana para inundaciones urba-
nas mediante modelos de aprendizaje automático 
(Google, 2020; Jain & Khatri, 2021); en Bangladesh, 
la IA se combina con sensores remotos para pronos-
ticar ciclones y mareas de tormenta (Alam & Rah-
man, 2021). En Estados Unidos, la Administración 
Nacional Oceánica y Atmosférica (NOAA) y la NASA 
emplean redes neuronales para mejorar el segui-
miento de huracanes, sequías e incendios foresta-
les (NOAA, 2023; Rasp & Dueben, 2020), destacando 
su uso en California para estimar la propagación 
de incendios mediante datos satelitales en tiempo 
real (Xu et al., 2022). En Europa, Italia ha imple-
mentado modelos basados en IA para predecir des-
lizamientos en zonas alpinas (Segoni et al., 2018), y 
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en América Latina, Brasil aplica estas tecnologías 
para prevenir lluvias extremas y deslaves en ciu-
dades como Río de Janeiro (Oliveira et al., 2021). En 
México, los estudios emergentes exploran la predic-
ción de tormentas en cuencas del Golfo de México y 
el uso de técnicas de nowcasting para lluvias inten-
sas (Martínez & Cervantes, 2020; Raga et al., 2021). 
Estos avances dependen de la disponibilidad de 
datos históricos y satelitales, infraestructura tec-
nológica, cooperación institucional y, en contextos 
rurales, la integración del conocimiento local con 
los sistemas de alerta automatizados deberían ser 
una práctica a considerar.

Vulnerabilidad y exposición al riesgo climático 
En contextos altamente vulnerables al cambio climá-
tico —marcados por exposición geográfica, infraes-
tructura deficiente, escasa conectividad digital y po-
breza estructural—la inteligencia artificial (IA) está 
emergiendo como una herramienta prometedora 
para fortalecer los sistemas de alerta temprana, in-
cluso en ausencia de redes de monitoreo tradiciona-
les. Estudios recientes demuestran que modelos de 

bajo costo, como los desarrollados por el Alan Turing 
Institute (The Guardian, 2025), permiten realizar pro-
nósticos metereológicos localizados utilizando única-
mente una computadora portátil. En paralelo, Google 
AI ha implementado un sistema operativo en más de 
80 países en desarrollo, que utiliza datos satelitales y 
aprendizaje automático para predecir inundaciones 
en cuencas no monitoreadas con hasta cinco días de 
anticipación ( Nearing et al., 2023). 

Otras investigaciones muestran que, en zonas 
urbanas sin sensores formales, es posible generar 
alertas en tiempo real mediante análisis de datos 
ciudadanos y redes sociales (Pathak et al., 2023). 
Además, se han diseñado sistemas basados en sen-
sores loT de bajo costo y redes neuronales de grafos 
para monitorear lluvias intensas en áreas rurales 
sin estaciones meteorológicas (Lee et al., 2024). Pla-
taformas como PRISM, impulsadas por el Programa 
Mundial de Alimentos, también han sido funda-
mentales al integrar información climática, social 
y geoespacial para mapear riesgos en territorios 
de escasos recursos (WFP, 2024). En conjunto, estas 
iniciativas demuestran que la IA puede adaptarse 
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a condiciones de alta vulnerabilidad si se prioriza 
el uso de datos abiertos, tecnologías apropiadas y 
enfoques territorializados.  

Aplicaciones de la IA para la reducción 
del riesgo climático y agrícola 
La inteligencia artificial (IA) se ha consolidado como 
una herramienta clave para anticipar y mitigar ries-
gos climáticos y agrícolas en contextos vulnerables. 
Un estudio de 2025 desarrolló un sistema de IA expli-
cable (XAI) basado en modelos secuenciales BiLSTM, 
que incorpora mecanismos como TimeSHAP (Véase 
Figura 1) para interpretar predicciones y anticipar 
eventos como heladas, inundaciones, sequías y gra-
nizadas, mejorando la precisión y la confianza en la 
toma de decisiones (Zheng & Chu, 2025). Investigacio-
nes adicionales evidencian que modelos integrados 
con datos meteorológicos, geoespaciales y socioeco-
nómicos generan alertas más localizadas y oportu-
nas (Reichstein et al., 2025), mientras que algoritmos 
como los de Nearing et al. (2023) amplían el acceso a 
pronósticos en más de 80 países en desarrollo. Estas 
aplicaciones optimizan recursos, fortalecen la plani-

ficación  y reducen pérdidas humanas, materiales y 
productivas (Bari et al., 2023). 

Retos y recomendaciones para 
su implementación 
La implementación de sistemas predictivos basados 
en inteligencia artificial (IA) en contextos de alta 

Figura 1. Representación del marco unificado  

de pronóstico multirriesgo para la agricultura,  

que integra datos meteorológicos, un modelo secuencial  

con atención y el enfoque de explicabilidad TimeSHAP  

para generar explicaciones locales y globales.  

Adaptada de Zheng & Chu (2025), bajo licencia CC BY 4.0.
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vulnerabilidad climática enfrenta múltiples desa-
fíos estructurales, técnicos y socioculturales. Entre 
los principales retos que reducirían esta brecha se 
encuentran: 

•	Infraestructura digital limitada, que impide 
la transmisión o procesamiento de datos en 
tiempo real.

•	Escasa disponibilidad de datos locales, lo cual 
dificulta el entrenamiento y validación de 
modelos predictivos con pertinencia territo-
rial.

•	Baja formación técnica, tanto en instituciones 
como en comunidades lo que limita la apropia-
ción y operación autónoma de las herramien-
tas. 

•	Fragmentación institucional y escasa intero-
perabilidad entre actores técnicos, políticos y 
comunitarios. 

•	Desconfianza o resistencia sociocultural frente 
a tecnologías percibidas como externas o 
incomprensibles. 

Frente a estos desafíos, se recomienda avanzar 
mediante proyectos piloto en territorios estratégicos 

que integren desde el inicio a gobiernos locales, insti-
tuciones académicas y organizaciones comunitarias. 

Conclusiones 
La IA representa una herramienta prometedora 
para anticipar y gestionar eventos hidrometeoroló-
gicos extremos, especialmente en regiones vulnera-
bles donde los sistemas de monitoreo tradicionales 
son insuficientes. Su aplicación puede mejorar la 
capacidad de respuesta, reducir los impactos hu-
manos y materiales, y fortalecer las estrategias de 
adaptación al cambio climático. No obstante, su 
efectividad requiere voluntad política, articulación 
institucional, inversión en capacidades locales y en-
foques participativos. 
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Resumen
En esta investigación se sintetiza el uso de la dis-
tribución Gumbel para el análisis de frecuencias 
de lluvias máximas anuales. Se abordan los fun-
damentos teóricos basados en la Teoría de Valores 
Extremos, los métodos de estimación de parámetros 
como el Método de los Momentos (MOM), Máxima 
Verosimilitud (MVE) y su implementación mediante 
herramientas computacionales. En particular, se re-
salta el papel de la inteligencia artificial IA, especí-
ficamente DeepSeek, en el desarrollo del programa 
Gumbel.exe en lenguaje Python, lo que permitió au-
tomatizar procesos, optimizar cálculos y acelerar la 
generación de resultados con alta precisión. Esta in-

tegración de IA representa un avance significativo 
en la eficiencia, accesibilidad y reproducibilidad de 
los análisis hidrológicos. Así mismo, se discute la in-
terpretación del periodo de retorno y su relevancia 
en el diseño de infraestructura hidráulica También 
se analizan las ventajas y limitaciones de la distri-
bución Gumbel, incluyendo su aplicabilidad en con-
textos de cambio climático. El artículo destaca la 
importancia de una selección adecuada del modelo 
estadístico para una gestión hídrica eficiente y re-
siliente, y propone la incorporación de tecnologías 
emergentes como la inteligencia artificial como una 
vía prometedora para fortalecer la toma de decisio-
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nes en el ámbito hidrológico.

1.	 Introducción
El análisis de eventos hidrológicos extremos, como 
las lluvias máximas anuales, es fundamental para 
el diseño de infraestructuras hidráulicas y la ges-
tión de riesgos. La distribución Gumbel, derivada 
de la Teoría de Valores Extremos, permite modelar 
estos eventos raros con base en registros históricos 
limitados. Su aplicación en hidrología ha sido am-
pliamente aceptada por su simplicidad y capacidad 
para representar valores extremos. La distribución 
Gumbel ha sido ampliamente utilizada para mode-
lar eventos hidrológicos extremos (Gumbel, 1958), 
especialmente en el análisis de lluvias máximas 
anuales.

2.	 Metodología y Desarrollo
La distribución Gumbel se caracteriza por dos pa-
rámetros: ubicación (μ) y escala (β), los cuales de-
terminan la forma y posición de la función de dis-
tribución acumulada de una variable aleatoria x 
(ecuación 1).

F(x) = exp(-exp(-(x - μ)/β)) (1)
Para estimar estos parámetros, se emplean 

el Método de los Momentos (MOM), basado en 
la media y desviación estándar de los datos, y la 
Máxima Verosimilitud (MLE), que ofrece mayor 
precisión estadística, especialmente con mues-
tras pequeñas. Los métodos de estimación como el 
Método de los Momentos y la Máxima Verosimili-
tud han demostrado ser efectivos en estudios hidro-
lógicos previos (Chow, Maidment & Mays, 1988). 
La guía del Ministerio de Ambiente de Argentina 
(2019) ofrece lineamientos para el análisis de creci-
das que fueron considerados al validar la metodolo-
gía aplicada.

Además, Loaiciga et al. (2004) discuten cómo la 
distribución Gumbel puede caracterizar fenómenos 
extremos de manera robusta en diferentes contex-
tos hidrológicos.

El análisis de frecuencias requiere construir 
series de máximos anuales y aplicar la distribución 
para estimar lluvias asociadas a distintos periodos 
de retorno. El periodo de retorno (T), en años se 
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relaciona con la probabilidad de excedencia (P=1-
F(x)) mediante la ecuación 2.

T = 1/P (2)
Esta métrica es esencial para dimensionar 

obras hidráulicas según su nivel de riesgo aceptable

3.	 Implementación Computacional
Para la implementación computacional, se utiliza-
ron librerías como scipy.stats.gumbel_r en Python 
(SciPy, n.d.), evd en R (RDocumentation, n.d.) y fun-
ciones de distribución de valores extremos en MAT-
LAB (MathWorks, n.d.), lo cual facilitó la automatiza-
ción y precisión en los cálculos. Estas herramientas 
facilitan la estimación de parámetros, simulación 
de eventos extremos y generación de curvas de fre-
cuencia. Entre las ventajas de la distribución Gumbel 
destacan su simplicidad, amplia aceptación y capaci-
dad para modelar colas pesadas. Sin embargo, pre-
senta limitaciones como su rigidez para representar 
diferentes asimetrías y la posible subestimación de 
eventos extremadamente grandes. Además, suponer 
estacionariedad en los datos puede ser problemáti-
co en contextos de cambio climático, por lo que se 

recomienda considerar modelos más flexibles como 
la distribución Generalizada de Valores Extremos 
(GEV) o enfoques no estacionarios.

Además, es importante destacar que la integra-
ción de la distribución Gumbel con modelos hidro-
lógicos de simulación permite una evaluación más 
robusta de escenarios futuros bajo condiciones de 
incertidumbre. 

Esta integración se vuelve especialmente rele-
vante en el contexto de la planificación adaptativa, 
donde las decisiones deben tomarse considerando 
múltiples trayectorias posibles del clima y del uso 
del suelo. La capacidad de la distribución Gumbel 
para proporcionar estimaciones probabilísticas de 
eventos extremos la convierte en una herramienta 
clave para alimentar modelos de riesgo y vulnera-
bilidad, facilitando así la priorización de inversio-
nes en infraestructura y medidas de mitigación. 
Asimismo, su uso en combinación con técnicas de 
análisis multivariado y sistemas de información 
geográfica (SIG) abre nuevas posibilidades para la 
identificación de zonas críticas y la formulación de 
políticas públicas basadas en evidencia cuantitativa.
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 En este sentido, la distribución Gumbel no solo 
representa un instrumento estadístico, sino también 
un componente esencial de una estrategia integral 
de gestión del riesgo hidrológico en el siglo XXI. 

En este trabajo se presenta el programa Gumbel.
exe, desarrollado en lenguaje Python con el apoyo de 
la inteligencia artificial DeepSeek. Este software inte-
gra una interfaz gráfica intuitiva basada en Tkinter y 
ttkbootstrap, permitiendo al usuario:

•	Estimar parámetros estadísticos
•	Calcular periodos de retorno
•	Generar visualizaciones comparativas entre 

datos observados y curvas teóricas
Su diseño modular incluye secciones informa-

tivas sobre fundamentos teóricos, metodología, 
aplicaciones prácticas y referencias bibliográficas, 
convirtiéndolo en una herramienta integral para 
investigadores, profesionales del agua y tomado-
res de decisiones. El presente programa constituye 
una herramienta computacional especializada para 
el análisis estadístico de eventos extremos hidro-
lógicos, enfocada particularmente en el estudio de 
lluvias máximas anuales mediante la distribución 

de Gumbel. La integración de Gumbel con modelos 
hidrológicos de simulación permite evaluar esce-
narios futuros bajo incertidumbre, siendo clave 
en la planificación adaptativa. Su uso combinado 
con análisis multivariado y sistemas de informa-
ción geográfica (SIG) abre nuevas posibilidades 
para identificar zonas críticas y formular políticas 
públicas basadas en evidencia cuantitativa. En las 
Figuras 1 a 8 se ilustra la interfaz del programa, así 
como los principales menús de entrada y salida de 
resultados e información.

5.	 Conclusiones
La distribución Gumbel constituye una herramien-
ta valiosa para el análisis de lluvias máximas anua-
les en hidrología. Su implementación mediante 
métodos estadísticos y herramientas computacio-
nales permite estimar eventos extremos con base 
en registros históricos. No obstante, su aplicación 
debe considerar las limitaciones del modelo, es-
pecialmente en escenarios de no-estacionariedad. 
La comparación con otras distribuciones y la vali-
dación mediante pruebas de bondad de ajuste son 



44

Impluvium, Publicación Digital de la Red del Agua UNAM Número 32, Agua e Inteligencia Artificial

Figura 1. Ventana de lectura de datos 

anuales. Programa Gumbel.exe

Figura 2. Ventana de resultados del 

cálculo de eventos de diseño para dis-

tintos periodos de retorno, en años.  

Programa Gumbel.exe

Figura 3. Ventana de representación 

de los datos medidos y calculados con 

la función de distribución Gumbel, 

parámetros obtenidos por el método 

de Momentos. Programa Gumbel.exe

Figura 4. Ventana de información de la 

Teoría Gumbel, Fundamentos teóricos. 

Programa Gumbel.exe

Figura 5. Ventana de información de la 

Teoría Gumbel, Metodología.  

Programa Gumbel.exe

Figura 6. Ventana de información de la 

Teoría Gumbel, Aplicaciones. Pro-

grama Gumbel.exe
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Figura 7. Ventana de información de la 

Teoría Gumbel, Referencias.  

Programa Gumbel.exe

Figura 8. Ventana de información de 

Acerca de. Programa Gumbel.exe

esenciales para garantizar la fiabilidad de los resultados. Una selección 
adecuada del modelo estadístico contribuye a un diseño hidráulico más 
seguro y eficiente.

En síntesis, la distribución Gumbel no solo representa una herra-
mienta estadística robusta, sino que también constituye un puente 
entre la teoría hidrológica y la toma de decisiones prácticas. Su imple-
mentación en plataformas computacionales ha democratizado su uso, 
permitiendo que profesionales de distintas disciplinas puedan acce-
der a análisis de frecuencia con mayor precisión. En este contexto, 
el desarrollo del programa Gumbel.exe en lenguaje Python, apoyado 

por la inteligencia artificial 
DeepSeek, ejemplifica cómo la 
incorporación de tecnologías 
emergentes puede transformar 
radicalmente los procesos de 
análisis hidrológico. DeepSeek 
no solo facilitó la generación 
de código eficiente y funcio-
nal, sino que también permitió 
automatizar tareas complejas, 
optimizar algoritmos y redu-
cir significativamente los tiem-
pos de desarrollo. Esta sinergia 
entre programación y IA repre-
senta un avance hacia una 
hidrología computacional más 
accesible, precisa y reprodu-
cible, donde el conocimiento 
técnico se complementa con 
capacidades inteligentes para 
acelerar la toma de decisiones. 
El uso de la IA demuestra cómo 
la inteligencia artificial puede 



46

Impluvium, Publicación Digital de la Red del Agua UNAM Número 32, Agua e Inteligencia Artificial

actuar como un catalizador en la democratización 
del análisis estadístico, permitiendo a investigado-
res y profesionales abordar problemas hidrológicos 
con mayor agilidad y profundidad. No obstante, se 
recomienda complementar su aplicación con otras 
distribuciones cuando se detecten sesgos significa-
tivos en los datos o cuando se requiera una mayor 
flexibilidad en el modelado de colas extremas. La 
integración de enfoques probabilísticos con herra-
mientas de simulación hidrológica representa una 
línea prometedora para futuras investigaciones.
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PREDICCIÓN DE VARIABLES HIDROCLIMÁTICAS  
MEDIANTE MÉTODOS ESTADÍSTICOS  
E INTELIGENCIA ARTIFICIAL

MICAELA CARMEN QUISBERT MORILLAS Y 
JOSÉ LUIS ARAGÓN-HERNÁNDEZ

Facultad de Ingeniería, UNAM 
Grupo de Enseñanza e Investigación en Ingeniería y Ciencias del Agua 

(GEIICA)

Resumen
Se evalúan distintos métodos para completar datos 
faltantes en series de tiempo de caudales medios 
anuales. Se aplicaron enfoques de regresión estadís-
tica, interpolación y redes neuronales artificiales. 
La eficiencia de cada método se analiza mediante 
correlación cruzada, eliminando datos individuales 
y consecutivos a lo largo de la serie. Los resultados 
indican que las técnicas basadas en Inteligencia Ar-
tificial ofrecen estimaciones más precisas, alcanzan-
do coeficientes de determinación superiores a 0.95. 
Para el entrenamiento de estos modelos se conside-
raron variables hidroclimáticas. Estas metodologías 
representan herramientas robustas para mejorar la 

falta de información hidrométrica, y fortalecer la 
gestión de recursos hídricos en cuencas con regis-
tros de datos hidroclimáticos incompletos.

Introducción
La Inteligencia Artificial (IA) es el campo que busca 
desarrollar sistemas capaces de imitar habilidades 
humanas como el razonamiento, el aprendizaje y la 
toma de decisiones (Hassan et al., 2022, pág. 280). 
Dentro de ella se encuentra el aprendizaje automá-
tico (Machine Learning, ML) y el aprendizaje pro-
fundo (Deep Learning, DL) véase Figura 1.
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Figura 1. Inteligencia artificial, aprendizaje automático  

y aprendizaje profundo

La IA se ha aplicado en diversos campos (Soto-
mayor, 2001, págs. 1-2), entre ellos la hidrología, en 
el cual, uno de los modelos de IA más utilizados son 
las redes neuronales artificiales, RNA (Hassan et al., 
2022, págs. 281-282).

Las RNA son sistemas de procesamiento de la 
información cuya estructura y funcionamiento 
están inspirados en las redes neuronales biológi-
cas (Polo et al., 2015, pág. 89). Una RNA consta de 
una capa de entrada, capa(s) oculta(s), y una capa 
de salida. Cada capa incluye varias unidades llama-
das neuronas. El funcionamiento general de forma 
simplificada inicia con las entradas que recibe 
una neurona, enseguida se realiza una suma pon-
derada, luego pasa por una función de activación, 
y finalmente se produce una salida. Cada neurona 
tiene un vector de pesos, así como un sesgo que 
debe optimizarse (Chahal & Gulia, 2019, pág. 4913), 
véase Figura 2.

Las RNA pueden clasificarse según su arquitec-
tura, distinguiéndose: RNA de propagación hacia 
adelante (feed-forward), RNA convolucionales, y 
RNA recurrentes (Makosso et al., 2024, pág. 1).

Las RNA han demostrado ser una herramienta 
adecuada para los problemas de modelado en 
series de tiempo, entre ellas, las hidroclimáticas 
(precipitación, temperatura, caudal, etc.), ofre-
ciendo un enfoque eficaz en el manejo de grandes 
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Figura 2. Estructura de una neurona artificial  

(mejorado de Chahal & Gulia, 2019, pág. 4913)

cantidades de datos dinámicos, no lineales y con 
presencia de ruidos (Muñoz et al., 2020, pág. 3).

Por otra parte, es importante disponer con 
registros de caudales medidos en estaciones hidro-
métricas (EH), con el fin de que cualquier estudio 
hidrológico se sustente de un registro confiable y 
dentro de lo posible, sin interrupciones en el tiempo 
(Quevedo, 2021, pág. 1).

Lamentablemente, las EH no disponen de series 
continuas. Esta deficiencia se debe a varios facto-
res, entre ellos la ausencia temporal de personal, 
mal funcionamiento de los equipos de medición, 

falta de recursos financieros, entre otros (Mwale et 
al., 2012, pág. 34).

Si bien, los métodos tradicionales han sido de 
gran ayuda, en los últimos años, para completar 
datos faltantes en series de tiempo hidroclimáti-
cas, se han propuesto modelos más eficientes, y con 
mayor exactitud en la predicción (Agudelo-Otálora et 
al., 2020, pág. 212). Sin embargo, la técnica más ade-
cuada dependerá de la longitud de los registros, lon-
gitud de vacíos y disponibilidad de datos de apoyo 
en estaciones cercanas (Mwale et al., 2012, pág. 34).

La regresión estadística es uno de los métodos 
más utilizados debido a su fácil aplicación, aunque 
una correlación adecuada entre las variables impli-
cadas no siempre se cumple (Mwale et al., 2012, 
pág. 35). En cambio, los métodos de interpolación 
como Spline Cúbico y Pchip, son funciones forma-
das por secciones de polinomios cúbicos, que se 
enlazan con la mayor suavidad posible a través de 
los datos (Durán, 1994, pág. 30). En la actualidad, las 
técnicas de IA han llegado para revolucionar el aná-
lisis de datos a largo plazo y a gran escala, en parte, 
gracias a su capacidad de hacer predicciones preci-
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sas con pocos insumos (Hassan 
et al., 2022, pág. 280).

Este trabajo se enfoca en la 
reconstrucción de series tempo-
rales de caudal medio anual en 
la cuenca del río Jamapa-Cota-
xtla, implementando técnicas 
estadísticas (regresión lineal), 
métodos de interpolación (Pchip 
y Spline cúbico), y redes neu-
ronales de propagación hacia 
adelante (feed-forward, FF) y 
recurrentes (LSTM).

Desarrollo
La cuenca del río Jamapa-Cota-
xtla se localiza en el estado de 
Veracruz-México, entre los para-
lelos 18° 44’ y 19° 15’ de latitud 
norte, y los meridianos 95° 56’ 
y 97° 16’ longitud oeste, abar-
cando una superficie aproxi-
mada de 3,962 Km2; cuenta con 

dos afluentes importantes: el río Jamapa y el río Cotaxtla (adaptado de 
CONAGUA, 2024, pág. 2)

Para el análisis, se utilizaron 4 EH (una fuera de la cuenca) y una 
estación climatológica, véase tabla 1 y figura 3.

Nombre Clave Tipo Latitud Longitud

El Tejar B28040 Hidrométrica  19° 4.1’N  96° 9.6’O

Paso del Toro B28039 Hidrométrica  19° 2.5’N  96° 8.4’O

El Copital C30048 Climatológica  18° 58.0’N  96° 12.3’O

Capulines B28069 Hidrométrica  18° 51.9’N  96° 18.3’O

Cardel B28003 Hidrométrica  19° 21.7’N  96° 22.4’O

Tabla 1. Datos generales de las estaciones hidrométricas y climatológica

Se obtuvieron los registros de caudal medio anual de cada EH (Base 
datos CONAGUA); véase en la figura 4 los registros de la EH bajo análisis.

Para evaluar la eficacia de las distintas técnicas para completar 
datos faltantes, se realizaron pruebas controladas mediante correla-
ción cruzada (suposición de datos existentes). En una primera etapa, 
mediante la eliminación de tres datos faltantes individuales (1D). Pos-
teriormente, dos datos consecutivos (2D), con el fin de observar el des-
empeño de las técnicas ante vacíos continuos. Finalmente, se repitió el 
procedimiento eliminando tres datos consecutivos (3D), lo que repre-
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Figura 3. Ubicación de la cuenca del río Jamapa-Cotaxtla 

(Quisbert & Aragón-Hernández, 2025, pág. 3)

Figura 4. Serie continua de datos de caudal medio anual  

EH: B28039

senta un escenario aún más desafiante para la esti-
mación. En los tres casos, los supuestos faltantes, se 
consideraron distribuidos a lo largo del periodo his-
tórico (aproximadamente a ¼, ½ y ¾ de la longitud 
del registro).

Los métodos evaluados se agruparon bajo cua-
tro enfoques principales: M1, basados en regre-
sión lineal utilizando información de EH cercanas 
(a: misma corriente, EH B28069; b: otra corriente, 
pero misma cuenca, EH B28040 y c: otra cuenca, 
EH B28003); M2, mediante interpolación (a: Pchip 
y b: spline cúbico); y M3, mediante el uso de RNA 
(a: FF y b: LSTM). Para el entrenamiento de las RNA 
se consideraron datos de precipitación media anual 
en la estación climatológica C30048 y; además, 
datos de temperatura solo para el caso M3a. Cada 
uno de estos métodos fue aplicado a los distintos 
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escenarios de datos faltantes propuestos (1D, 2D y 
3D); los resultados obtenidos, fueron comparados 
con los datos medidos para determinar su desem-
peño en la reconstrucción de series de caudales 
(véase figura 5).

Figura 5. Serie de caudales medios anuales completados:  

1D, 2D y 3D, respectivamente

Para evaluar el desempeño de las técnicas apli-
cadas, se realizó un análisis numérico mediante 
una representación gráfica de la comparación entre 
valores medidos y estimados (véase figura 6).

Los coeficientes de determinación obtenidos de 
mayor valor (R2=0.96 y R2=0.98) corresponden a los 
métodos de RNA (M3a y M3b, respectivamente), lo 
que evidencia su alta capacidad predictiva.

Conclusiones
La aplicación de las distintas técnicas permitió la re-
construcción de series de caudales medios anuales. 
Los métodos de interpolación presentaron un des-
empeño pobre (R2<0.29); la actuación de los métodos 
estadísticos fue mejor, pero la correlación no siem-
pre se cumple, como con la EH B2801 (M1b); en cam-
bio, los métodos basados en las RNA, entrenadas con 
variables climatológicas puntuales (precipitación y 
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Figura 6. Caudales medidos y estimados: Regresión lineal, interpolación y RNA

temperatura), mejoraron y por mucho, la precisión 
en la estimación de datos faltantes (R2>0.96).

No obstante, se recomienda para estudios futu-
ros, incorporar más variables hidroclimáticas y la 

física de los fenómenos hidrológicos involucrados 
en el proceso lluvia-escurrimiento; además de eva-
luar el desempeño de los modelos en resoluciones 



54

Impluvium, Publicación Digital de la Red del Agua UNAM Número 32, Agua e Inteligencia Artificial

temporales más detalladas, como series mensuales 
o incluso diarias y horarias.
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PREDICCIÓN DE SEQUÍAS CON INTELIGENCIA ARTIFICIAL: 
HERRAMIENTAS, TENDENCIAS Y DESAFÍOS ACTUALES

sión de comunidades vulnerables. Usada de forma 
adecuada, la IA puede fortalecer la gestión hídrica, 
impulsar la equidad y mejorar la resiliencia frente 
a sequías futuras.

Introducción
¿Sabías que la inteligencia artificial (IA) ya está 
ayudando a predecir sequías con una precisión sin 
precedentes? Gracias a su capacidad para procesar 
grandes volúmenes de datos climáticos y generar 
pronósticos más fiables, la IA se ha convertido en 
una herramienta clave para anticipar y mitigar los 
impactos de estos fenómenos en sectores como la 

BRENDA ARACELY RAMÍREZ-BARRAZA,  
ENRIQUE ÁVILA-SOLER

Universidad Autónoma Metropolitana- Azcapotzalco

Resumen 
Las sequías, cada vez más frecuentes e intensas, 
plantean un serio desafío para garantizar el acceso 
al agua. Este artículo analiza cómo la inteligencia ar-
tificial (IA) se ha convertido en una herramienta cla-
ve para anticipar estos fenómenos con mayor preci-
sión. Mediante redes neuronales, modelos híbridos 
y aprendizaje automático que procesan grandes vo-
lúmenes de datos climáticos, hoy es posible prever 
sequías con meses de antelación. Se presentan casos 
en México, China, India y otros países, donde estas 
tecnologías apoyan la toma de decisiones. También 
se examinan los retos que enfrentan: escasez de da-
tos, complejidad de los modelos y riesgo de exclu-
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agricultura, el abastecimiento de agua y la seguri-
dad alimentaria. Las sequías, caracterizadas por 
una escasez prolongada de agua, pueden clasificarse 
en meteorológicas, hidrológicas, agrícolas y socioe-
conómicas, cada una con efectos específicos(Mishra 
y Singh, 2010; Wilhite y Glantz, 1985). En el contexto 
de cambio climático, su frecuencia e intensidad se 
han aumentado, haciendo indispensable desarro-
llar sistemas de predicción confiables. En este es-
cenario, la IA abre nuevas oportunidades, ya que, 
mediante el análisis masivo de datos, es capaz de 
anticipar con mayor precisión las condiciones que 
podrían desencadenar sequías. Este artículo revisa 
estudios recientes sobre su aplicación en México y 
otros países, analizando herramientas, tendencias 
y desafíos, con el objetivo de mostrar su potencial 
como apoyo en la toma de decisiones frente a uno 
de los desafíos ambientales más críticos: sequías.

Desarrollo
Herramientas
Entre las principales herramientas empleadas con 
IA destacan:

Las Redes Neuronales Artificiales (ANN): Mode-
los que imitan el funcionamiento del cerebro 
humano y se especializan en reconocer patrones 
complejos, como precipitación, temperatura, hume-
dad o presión atmosférica (Ortiz Domínguez, 2025). 

La Máquina de Soporte Vectorial (SVM): efec-
tiva incluso con pocos datos y útil para delimitar 
con precisión la frontera entre condiciones de pre-
sencia o ausencia de sequía (Poudel et al., 2024). 

Los Modelos Híbridos, que combinan téc-
nicas de preprocesamiento de datos, como la 
transformada wavelet (WPTT), seguida de apren-
dizaje automático. Este enfoque ha demostrado 
mejorar la exactitud para pronósticos de 3–6 
meses, al capturar patrones multiescala en series 
temporales(Mohammadi et al., 2025).

Estudios destacados
En México, Esquivel-Saenz et al. (2024) aplicaron 
ANN en el estado de Zacatecas, utilizando 52 años de 
datos de temperatura y precipitación para predecir 
tres índices: índice de precipitación estandarizado 
(SPI), el índice de precipitación-evapotranspiración 
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estandarizado (SPEI) y el índice de déficit de lluvia 
(RDI). El RDI fue el que mejor se ajustó a los datos 
con 83%.

 Hernández-Vásquez et al. (2022) aplicaron ANN 
en la cuenca del río Sonora para predecir SPI y SPEI 
en escalas temporales de 3 a 24 meses, con una pre-
cisión promedio del 76 %.

A nivel internacional, diversos estudios han 
demostrado la eficacia de modelos avanzados en la 
predicción de sequías. En Shaanxi, China,  Zhang et 
al. (2019) compararon tres métodos y hallaron que 
los árboles de decisión mejorados como (XGBoost) 
fue el más preciso, con aciertos del 89 % al 97 % 
y capacidad de anticipar sequías hasta con seis 
meses de antelación. En la India, Wable et al. (2023) 
encontraron que el  modelo híbrido Wavelet-Boots-
trap-ANN fue  más eficiente para prever el SPEI a 12 
meses, destacando por su baja incertidumbre y alta 
precisión. En Irán, Morid et al. (2007) demostraron 
que las redes neuronales superan a los modelos 
estadísticos tradicionales en la predicción del SPI 
. De forma similar, en Malasia, Khan et al. (2018) 
desarrollaron el modelo híbrido Wavelet-ANN, que 

mejoró de forma notable el desempeño de las ANN 
convencionales, alcanzando correlaciones superio-
res a 0.96.

Tendencias
Tres tendencias clave destacan en la predicción de 
sequías con IA 

1.	 Modelos híbridos, que combinan técnicas de 
aprendizaje automático como redes neurona-
les o máquinas de soporte vectorial con méto-
dos avanzados de procesamiento de series 
temporales como la transformada wavelet. 
Estos modelos han demostrado mejorar sig-
nificativamente la precisión en pronósticos a 
mediano plazo (Alawsi et al., 2022).

2.	 Inteligencia Artificial Explicable (XAI), para  
comprender cómo opera un modelo en todo 
un conjunto de datos, resaltar las variables 
que son generalmente significativas y reve-
lar las tendencias generales del modelo; se 
centra en casos específicos, esclareciendo 
por qué el modelo realizó una determinada 
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predicción y qué variables influyeron en esa 
decisión (Ozupek et al., 2025).

3.	 Integración de datos diversos y en tiempo 
real, con el uso de imágenes satelitales con 
modelos como EarthFormer (Marusov et al., 
2024).

Desafíos
Entre los desafíos más significativos destacan la ca-
lidad de la información, la interpretación de los mo-
delos y el uso ético y equitativo de la IA.

En cuanto a la calidad de la información se 
presenta la limitada disponibilidad de datos ya 
que muchas estaciones meteorológicas presentan 
registros discontinuos, y la integración de datos 
satelitales, de sensores remotos o  tecnologías de 
monitoreo conectadas a internet aún es parcial e 
inconsistente, lo que limita la precisión y cobertura 
espacial de los modelos predictivos (Camps-Valls et 
al., 2025).

La interpretación de los modelos depende de la 
complejidad de estos. Las técnicas de cuantificación 
de incertidumbre, como los intervalos de confianza 

y las predicciones probabilísticas, ayudan a los res-
ponsables de políticas a evaluar la fiabilidad de las 
proyecciones climáticas generadas por IA (McGo-
vern et al., 2017). 

Finalmente, el uso ético y equitativo de la IA 
en la predicción de sequías requiere atención; es 
necesario que las comunidades rurales y peque-
ños productores no queden excluidos del acceso 
a estas tecnologías, y que los datos utilizados no 
reproduzcan sesgos ni generen desigualdades 
en la distribución del agua o la atención al riesgo 
(Amnuaylojaroen, 2025).

Conclusiones
La IA puede anticipar sequías con meses de antela-
ción y transformar la gestión del agua hacia una ma-
yor eficiencia, equidad y resiliencia. Modelos como 
Wavelet-Bootstrap ANN están revolucionando las 
predicciones, mejorando la precisión y estimando la 
incertidumbre, clave para decisiones seguras. Pro-
nósticos confiables permiten a gobiernos, agricul-
tores y comunidades prepararse y reducir pérdidas 
económicas y daños ambientales. Sistemas de alerta 
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temprana precisos y planificación hídrica adaptati-
va pueden mitigar los impactos de estos fenómenos.

Para maximizar su potencial, se requiere inver-
sión tecnológica, capacitación institucional y gober-
nanza hídrica que fomente la cooperación entre 
actores.

¿Estamos listos para tomar decisiones antes de 
que falte el agua? La inteligencia artificial puede 
ser la herramienta necesaria para adelantarnos a la 
próxima sequía, pero su efectividad dependerá de la 
capacidad para integrarla estratégicamente en las 
políticas públicas y la cultura de gestión del agua.
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CAPACIDAD AUTÓNOMA DE LA INTELIGENCIA ARTIFICIAL 
PARA DILUCIDAR VARIACIONES DEL COMPORTAMIENTO 
HIDROLÓGICO EN UN PAISAJE CÁRSTICO

La creciente capacidad de predicción del conjunto 
de tecnologías que integra la IA está cimentada en 
el carácter “data-driven” que alberga el cómputo 
de sus modelos. El beneficio de la IA transciende 
a distintas esferas del conocimiento, con un papel 
prominente en la supervisión de la calidad datos, la 
eficiencia operacional y capacidad de respuesta.

Introducción
Transcurre un período promisorio en lo que al análi-
sis de datos concierne, y el campo de las geociencias 
no es ajeno a ello. Las posibilidades para colectar 

ISRAEL MEDINA-GÓMEZ
ENES-UNAM, Unidad Mérida

DIDIER OMAR GAMBOA ANGULO
Universidad Politécnica de Yucatán

Resumen
La inteligencia artificial (IA) alienta una interacción 
coordinada de grupos diversos, que para la gestión 
de recursos hídricos, pudieran estar conformados 
por científicos de datos, expertos en geociencias, 
geohidrólogos, y especialistas en IA. La riqueza de 
equipos compuestos se refleja en la eficiencia para 
el diseño de alternativas realistas, encaminadas a la 
solución de problemas de los que suele adolecer el 
agua en las sociedades y sus ciudades. El uso de IA 
es relevante para abordar la evolución de eventos 
hidrometeorológicos que incidan en el almacena-
miento del acuífero y mitigar su impacto negativo. 
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observaciones de diferentes esferas de la Tierra, in-
cluyendo la hidrósfera, han ido siendo procuradas 
en tiempos recientes con un talante más democráti-
co, mediante plataformas de cómputo en la nube ac-
cesibles o bien, repositorios públicos, al tiempo que 
procedimientos diseñados en el ámbito de la cien-
cia de datos permiten recabar de manera eficiente y 
autónoma distintos rasgos relevantes (features) de 
procesos funcionales para detección en busca de pa-
trones dentro del ciclo hidrológico.

Los principios físico-ambientales que rigen la 
disponibilidad del agua subterránea como recurso 
para los ecosistemas naturales y sine qua non para 
desarrollo de las sociedades constituyen un con-
junto de elementos cuyas interacciones, retroali-
mentación, umbrales y comportamiento no-lineal 
requieren de un estudio acucioso que delinee sus 
trayectorias ante diversos escenarios de uso.

Con este panorama en mente, destaca la IA por 
su formidable capacidad para navegar a través de 
extensas matrices de datos e identificar patrones 
recurrentes y con ello, establecer corresponden-
cias entre variables aparentemente inconexas. 

Asimismo, este conjunto de técnicas articula la 
colaboración de expertos dentro de la ingeniería y 
diversas áreas de la ciencia, así como también dile-
tantes con el interés en la dinámica y constricciones 
del manto acuífero (almacenamiento en el freático).

Como en muchos terrenos donde la sociedad 
y academia se entrecruzan, la adopción de la IA 
como una tecnología naciente que apoye el desarro-
llo de la sociedades modernas depende de generar 
una masa crítica en el uso acertado de sus métodos 
analíticos e interpretación. El presente trabajo pre-
tende contribuir al impulso de esta transición hacia 
una tecnología madura, usando como caso de estu-
dio al acuífero de Yucatán, el cual provee una gama 
de servicios requeridos por nuestras comunidades, 
más allá del radicalmente importante aprovisiona-
miento de agua per se, pero incluye también aque-
llos a favor de los ecosistemas naturales, de cuya 
integridad dependen éstas.

Desarrollo
Con un espejo de agua dispuesto a ~5 m y escaso re-
lieve, la Península de Yucatán es un terreno cuajado 



65

Impluvium, Publicación Digital de la Red del Agua UNAM Número 32, Agua e Inteligencia Artificial

de fracturas, encarnado por poljes y dolinas en el 
estrato rocoso. Este paisaje evoca la proclividad de 
la plataforma calcárea a su disolución, a la cual sub-
yace una gran capacidad de infiltración que podría 
sustentar la noción de una suficiencia del acuífero 
yucateco, por decirlo menos, apta como fuente de 
agua dulce ad libitum para la región y sus habitan-
tes. No obstante, una mirada más crítica al asunto 
del agua y su disponibilidad presente y futura, re-
vela de hecho la amenaza de potencial escasez del 
recurso, en cantidad y calidad, que se cierne sobre 
el entorno yucateco. Esta condición es derivada del 
trato que se ha dispensado al mosaico de ecosiste-
mas, en lo general desatento, no obstante constituye 
el soporte del ciclo hidrológico de esta región.

En virtud de las peculiaridades que caracte-
rizan a los ambientes cársticos, en lo tocante a su 
permeabilidad y transmisividad específicamente, el 
manejo del agua está materializado por la gestión 
de diferentes componentes que modulan la propor-
ción de recarga del acuífero, tales como la cober-
tura de vegetación como áreas filtrantes naturales, 
por lo cual los cambios que reflejen éstos como pro-

ducto de estrategias de desarrollo son de interés, y 
el procesamiento de imágenes por IA brinda herra-
mientas para su monitoreo.

Al explotar sus avanzadas técnicas automatiza-
das de reconocimiento e identificación de rasgos, 
así como clasificación precisa de patrones en esce-
nas de amplia extensión superficial en función del 
tiempo, la IA hace posible la detección de objetos y 
sus variaciones, incluso los más sutiles, habilitando 
con ello un seguimiento pormenorizado de tenden-
cias en procesos dinámicos relevantes, particular-
mente aquellos con el potencial de disrupción del 
ciclo del agua: expansión de mancha urbana, frag-
mentación del hábitat, desfasamiento ecológico, 
entre otros. La capacidad de albergar un análisis 
con contexto espacial y temporalidad de la IA ayuda 
a diseñar y recomendar acciones concretas sobre la 
base de esa información, que informe la toma de 
decisiones de cara a un uso sustentable.

Adquisición de data
En la actualidad existe una amplia gama de fuen-
tes de datos que nos provee información sobre 
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componentes relevantes del ciclo del agua, y este 
acervo pudiera complementar series de datos in-
situ, aunque éstas últimas permanecen usualmente 
limitadas en cuanto a su accesibilidad. Asimismo, 
información geoespacial accesoria proveniente de 
diferentes agencias como las que se enlistan a conti-
nuación, permiten contextualizar aquellas medicio-
nes sobre la variable de interés (almacenamiento de 
agua por ejemplo):

1.	 CHIRPS à Para evaluar cambios en el gra-
diente regional de lluvias en ambientes 
donde el acuífero está controlado por la 
recarga meteórica.

2.	 GLDAS; MASCON à patrones de variación del 
nivel de acuíferos e implicaciones para la 
integridad de reservas hidrológicas.

3.	 LANDSAT à anomalías del estado de salud 
de la vegetación y detección de tendencias 
potencialmente perniciosas para el equili-
brio ecológico de nuestras ciudades y el ciclo 
hidrológico.

Las plataformas de cómputo en la nube recien-
temente disponibles, como Google Earth Engine, 

proponen un acceso sin precedentes a un esplén-
dido acervo de datos públicos de distinta naturaleza 
(espectro óptico y bandas de radar) con un nivel de 
resolución variable, tanto espacial como temporal.

Análisis de data
Los indicios que apuntan hacia una aproximación 
progresiva de puntos de inflexión en la naturaleza 
(pérdida de biodiversidad, remplazo de especies 
clave como depredadores o ensambles de comuni-
dades bacterianas en suelos, al igual que alteración 
de cadenas tróficas) son el reflejo de un deterioro 
paulatino y el efecto acumulativo de pulsos en for-
zamientos climáticos, o físico-ambientales, tras los 
cual puede generarse un impacto agudo que desen-
cadene un comportamiento de desfasamiento eco-
lógico difícil de revertir, no obstante se suspenda la 
perturbación o forzamiento que lo detonó en pri-
mera instancia. El abastecimiento de agua juega un 
papel prominente en estas trayectorias ecológicas y 
vislumbrar cómo el comportamiento dinámico del 
nivel del manto acuífero se conecta con dichos me-
canismos en estado temprano, antes de que se es-
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tablezcan cambios asociados o incluso surjan sínto-
mas inequívoco en los ecosistemas, es un cometido 
que la IA puede apuntalar.

Almacenamiento de data
Avances recientes en métodos de análisis de datos, 
como el aprendizaje automático (machine lear-
ning), proveen herramientas que permiten encarar 
la necesidad cada vez más urgente de resolver pro-
blemas reales y pertinentes de nuestro entorno, en 
virtud de la capacidad de dichas técnicas analíticas 
de coaligar diferentes áreas de la ciencia como ma-
temáticas, biología, física o química.

En la era de la accesibilidad a datos geoespa-
ciales referida anteriormente y métodos de análi-
sis imbuidos con una constante actualización en la 
rama de ciencia de datos e IA aplicada al manejo 
de dicho torrente de datos, es posible abordar el 
seguimiento de procesos dinámicos en tiempo real 
a través de sistemas de gestión de cómputo flexi-
ble y escalable (cloud-based computing), y desvelar 
aspectos esclarecedores de la dinámica del almace-
namiento en los acuíferos. (Véase Figura 1)

Conclusión
En un entorno de cambios rápidos impulsados por 
el desarrollo antropogénico, con capacidad des-
proporcionada de alterar ciclos fundamentales, es 
perentorio adelantarse a avizorar eventos que, ya 
sea aislados o compuestos, resulten en lluvias ex-
tremas, sequías prolongadas, o el desfasamiento de 
vegetación, y vislumbrar sus implicaciones en el al-
macenamiento de agua del manto acuífero. Dicha 
perspectiva se beneficiará en postular una hoja de 

Figura 1. Esquema general de una plataforma de monitoreo 

integrada con IA para analisis y visualizacion del nivel del 

agua subterranea en tiempo real para acuifero no-confinado
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ruta con el uso de modelos de IA en consideración, 
y anticipar con ello en fase temprana de los pro-
yectos, qué variables son clave en los proyectos de 
investigación sobre agua, implementando métodos 
efectivos para recabar datos selectos que sean úti-
les en el contexto de técnicas de IA. En síntesis, la 
adopción de la IA impacta positivamente no solo la 
consecución de los objetivos trazados por el proyec-
to, sino también nos permite avanzar en asegurar 
equilibrio para nuestras sociedades.
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DETECCIÓN BINARIA DE FUGAS 
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AGUA MEDIANTE XGBOOST: UN 
ENFOQUE BASADO EN IA
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Resumen
Sanidad, higiene y acceso al agua potable son dere-
chos humanos fundamentales, sin embargo, hacer-
los efectivos se ha vuelto un reto (BBVA Research, 
2025).  La degradación de las redes de distribución 
de agua a lo largo del tiempo debido a diversos fac-
tores ha aumentado las pérdidas de este recurso; 
además el crecimiento de la densidad de población 
aumenta la demanda, que a su vez aumenta las pér-
didas. Todo esto lleva además de las pérdidas, a una 
deficiencia operacional, por ello es necesaria una 
gestión más eficiente por parte de los organismos 
de operación de agua. La inteligencia artificial, pue-

de ser una herramienta de utilidad ya que cuenta 
con diferentes técnicas que pueden ayudar con el 
cometido. Hablaremos entonces de una técnica de 
machine learning: XGBoost y cómo puede su clasifi-
cación binaria ayudar en la detección de fugas, sien-
do usada en conjunto con el modelado hidráulico de 
redes de distribución de agua.

Introducción
Las redes de distribución tienen un papel importante 
en proveer agua potable para el consumo humano 
y actividades productivas. Sin embargo, las pérdidas 
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por fugas representan un desafío mundial con múl-
tiples dimensiones: En México, en ciudades de todo 
el país, especialmente en áreas con infraestructura 
antigua, se registra una pérdida promedio del 40 % 
del agua, debido al deterioro en los sistemas de dis-
tribución (El Sol de México, 2023). Otras evaluaciones 
elevan la pérdida hasta el 47 % por fugas como pro-
medio nacional (El País, 2023). En otros países como 
Brasil, los datos indican que la tasa de pérdidas en la 
distribución de agua (INO049) fue del 37.8% (SNIS-
AE, 2022), ligeramente mejor que la registrada en 
2018 de 37.06% o del 39.21% registrada en 2017.

Estas pérdidas no solo representan un desper-
dicio del recurso hídrico, conllevan también impor-
tantes costos energéticos asociados al bombeo y 
tratamiento de agua que no llega a los usuarios.

En este contexto, los avances recientes en Inte-
ligencia Artificial (IA) ofrecen soluciones inno-
vadoras por medio del aprendizaje automático 
Machine Learning, (ML) entre otros para moni-
toreo y detección temprana de anomalías (fugas) 
en redes hidráulicas. Las técnicas de clasificación 
binaria son un tipo de aprendizaje automático que 

predice entre dos posibles categorías (ej: “fuga” 
vs. “no fuga”). Éstas, han demostrado ser efectivas 
en la identificación de patrones asociados a fugas. 
El modelo analiza datos históricos aprende patro-
nes y luego clasifica los nuevos datos en una de las 
dos clases. Su rendimiento se evalúa con métricas 
estándar de clasificación binaría.  

Se trabajó con el algoritmo XGBoost (eXtreme 
Gradient Boosting), debido a su precisión en el 
manejo de datos estructurados y capacidad para 
manejar relaciones no lineales en sistemas comple-
jos (Chen & Guestrin, 2016), EPANET y Phyton.

Metodología
Para trabajar con el modelo, se utilizaron los datos 
de referencia del repositorio LeakDB - desarrollado 
específicamente para la 1ª Conferencia Conjunta 
Internacional WDSA/CCWI 2018 – en conjunto con 
la metodología CRISP-DM (Cross-Industry Standard 
Process for Data Mining), metodología estándar en 
ciencia de datos y Machine Learning (Schörer et al., 
2021), mostrada en la Figura 1. 
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 Figura 1 – Metodología CRISP-DM •	Etapa I: Comprensión del negocio, compren-
sión de datos y preparación de datos. Fase 
inicial donde se realizó un análisis de requi-
sitos operacionales. Se llevó a cabo la carac-
terización de los datos disponibles en la base 
de datos. Se generaron y preprocesaron datos 
hidráulicos. Se compilaron, verificaron y eti-
quetaron todos los conjuntos de datos de refe-
rencia.

•	Etapa II: Modelado y evaluación. Etapa de 
implementación y evaluación de modelos 
de aprendizaje automático. El proceso fue 
iterativo, refinando continuamente la prepa-
ración de datos para optimizar el rendimiento 
del modelo. Se realizaron ajustes específi-
cos para garantizar la calidad en los datos de 
entrada.

•	Etapa III: Reevaluación. Esta fase consistió 
en un análisis crítico de los resultados obte-
nidos, para determinar si era necesario repe-
tir o ajustar alguno de los pasos anteriores. Se 
prestó especial atención a la identificación de 

Este enfoque estructurado fue adaptado y apli-
cado en cuatro etapas relacionadas entre sí:
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posibles sesgos y al equilibrio entre compleji-
dad del modelo y capacidad predictiva

•	Etapa IV: Preparación para la implementa-
ción. La etapa final involucra la validación de 
los modelos con datos reales y la preparación 
de los protocolos necesarios para una eventual 
implementación operativa en sistemas de dis-
tribución reales.

El modelo XGBoost se eligío de tres mode-
los clásicos de aprendizaje automático: Random 
Forest (Bosques Aleatorios), XGBoost y K-Nearest 
Neighbors (KNN, Vecinos Más Cercanos); XGBoost 
se fundamenta en su equilibrio entre rendimiento 
predictivo e interpretabilidad de resultados, 
aspectos cruciales para aplicaciones en ingeniería 
hidráulica, destacando su combinación única de 
simplicidad conceptual, interpretabilidad de resul-
tados y rendimiento predictivo, es un framework 
avanzado de “gradient boosting“ que opera cons-
truyendo secuencialmente árboles de decisión, 
donde cada nuevo árbol corrige progresivamente 
los errores residuales de los anteriores.

Las ventajas técnicas clave incluyen:

•	Mecanismos de regularización integrados: 
Control automático de la complejidad del 
modelo mediante penalizaciones L1/L2, L1 
(Lasso) y L2 (Ridge) que previenen el sobrea-
juste (overfitting);

•	Robustez ante datos incompletos: Capaci-
dad nativa para manejar valores faltantes sin 
requerir preprocesamiento extensivo;

•	Eficiencia computacional: Implementación 
optimizada que aprovecha el procesamiento 
paralelo y la memoria disponible;

•	Escalabilidad: Capacidad para manejar gran-
des volúmenes de datos con requerimientos 
computacionales moderados;

•	Flexibilidad: Soporte para múltiples funcio-
nes objetivo y métricas de evaluación persona-
lizables.

El benchmark usado contiene 10 escenarios con 
características detalladas en la Tabla 1. Las simu-
laciones hidráulicas se realizaron en Python utili-
zando Anaconda, bibliotecas estándar, WNTR, EPyT 
para analisis de series temporales y EPANET. 
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Tabla 1 – Escenarios existentes  

en la base de datos

En cada simulación se con-
sideró un período de tiempo 
de un año con intervalos de 30 
minutos, con los datos obtenidos 
se construyó una base de datos 
que incluía, presiones, deman-
das y gastos, debidamente 

etiquetados y preparados para ser usados. Para simplificar la clasi-
ficación binaria (detección de fugas), se usó un subconjunto de siete 
escenarios cuidadosamente seleccionados: cuatro con condiciones nor-
males de operación (sin fugas) y tres que incluían fuga, permitiendo 
generar doce combinaciones para los procesos de entrenamiento y 
validación cruzada, aplicando en todos los casos una división de datos 
70/30% (entrenamiento/prueba), como muestra la tabla 2.

Tabla 2 – Selección de escenarios entrenamiento, prueba
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La preparación de datos incluyó:
1.	 Extracción de características: Selección de 

parámetros clave (presión, demanda, flujo) 
de cada escenario

2.	 Etiquetado: Asignación de clases binarias 
(1=fuga presente, 0=sin fuga) con verificación 
manual

3.	 Normalización: Estandarización de escalas 
para variables numéricas

4.	 Partición: División estratificada de conjuntos 
de entrenamiento y prueba

El procesamiento, modelado y análisis se imple-
mentó en Python utilizando el entorno de desarro-
llo Anaconda. Se emplearon bibliotecas estándar 
(NumPy, Pandas, Scikit-learn, etc.). El equipo usado 
tiene las siguientes especificaciones técnicas:

•	Sistema Operativo: Windows 11 Pro
•	Procesador: AMD Ryzen 5 5500U con gráficos 

Radeon integrados, 2.10 GHz (hasta 4.0 GHz en 
turbo), 6 núcleos físicos, 12 hilos lógicos

•	Memoria RAM: 16 GB DDR4
•	Almacenamiento: SSD NVMe 512 GB

El tiempo de entrenamiento fue de alrededor de 
21 minutos, en cada iteración.

Resultados y Evaluación
El modelo fue evaluado utilizando las siguientes 
métricas estándar de clasificación binaría: exac-
titud (accuracy) que indica la proporción total de 
predicciones correctas o casos positivos; precisión 
(precision) que indica la capacidad del modelo para 
evitar falsas alarmas; la sensibilidad (Recall) o Tasa 
de Verdaderos Positivos, que cuantifica la capacidad 
del modelo para identificar correctamente todos los 
casos positivos relevantes. Un valor alto de sensibi-
lidad indica una menor cantidad de falsos negativos 
(Powers, 2011). Calculando la proporción de verda-
deros positivos correctamente identificados respec-
to al total de casos positivos reales es equivalente a 
detectar todas las fugas en una red hidráulica, final-
mente la matriz de confusión es una representación 
tabular que contrasta las etiquetas reales con las 
predicciones del modelo. Esta matriz detalla cuatro 
categorías fundamentales:
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•	Verdaderos Positivos (TP): Casos positivos 
correctamente clasificados

•	Falsos Positivos (FP): Casos negativos incorrec-
tamente clasificados como positivos

•	Verdaderos Negativos (TN): Casos negativos 
correctamente clasificados

•	Falsos Negativos (FN): Casos positivos inco-
rrectamente clasificados como negativos

El puntaje F1 que representa la media armónica 
entre la Precisión y la Sensibilidad, enfatizando el 
equilibrio entre ambas métricas es particularmente 
útil en situaciones con distribuciones de clases des-
balanceadas. La Figura 3 muestra la matriz de con-
fusión del modelo, mientras la Figura 2 muestra 
un gráfico resumen con las métricas evaluadas en 
las 12 configuraciones entrenamiento/prueba con 
XGBoost, teniendo dos configuraciones clave. Se 
enfatiza F1 debido a su relevancia en la detección 
de fugas, donde tanto las falsas alarmas (preci-
sión) como las fugas no detectadas (sensibilidad) 
tienen consecuencias operativas significativas.

Figura 2 – Matriz de confusión
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Figura 3 – Métricas evaluadas con XGBoost

Combi_12: Precisión = 0.9968, F1-score = 0.8
Combi_6: F1-score = 0.9624

Figura 4 – Precisión del modelo  

de las diferentes combinaciones

Figura 5 – F1 del modelo de las  

diferentes combinaciones
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Discusión y Conclusiones
Se observa la aplicabilidad práctica XGBoost, téc-
nica de IA/ML, para detección binaria de fugas en 
sistemas de distribución de agua. Concluyendo su 
capacidad para distinguir fuga/no fuga, incluso en 
escenarios complejos. Mostró robustez en las con-
figuraciones de entrenamiento/prueba, adaptable a 
topologías de red. F1-score como métrica principal 
permitió optimizar el equilibrio crítico entre:

a.	 Falsas alarmas (costos operativos innecesa-
rios)

b.	 Fugas no detectadas (pérdidas continuas de 
agua)

Los beneficios del uso de estas técnicas inclui-
rían la reducción de pérdidas de una forma soste-
nible (detección temprana), se podrían optimizar 
recursos en programas de mantenimiento pre-
dictivo e integrarse con sistemas SCADA (nuevos 
o existentes) y una base de monitores inteligentes 
podría ser desarrollada. Para esto se requerirán 
datos, así, el problema reside primeramente en la 
instrumentalización de las redes de distribución de 
agua o digitalización, de acciones como incorporar 

datos reales a las redes operativas, colocación de 
sensores, adaptación de esquemas de clasificación 
de datos, integrar sistemas de georeferenciación 
para localización y desarrollo de interfaces visua-
les para facilitar los procesos, implicando mucho 
trabajo e inversión económica necesaria, así como 
continuar con la investigación a profundidad con la 
promesa de resultados que ayudarán a salvaguar-
dar el recurso hídrico.
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INTERMITENCIA HÍDRICA, INTELIGENCIA 
ARTIFICIAL Y RESILIENCIA DEMOCRÁTICA

     A partir de evidencia en América Latina, Asia 
y África, y apoyado en marcos de autoorganización 
(Zhang, 2013), se desarrolla un modelo conceptual 
que combina eficiencia técnica, resiliencia ecoló-
gica y democracia hídrica. Se plantea que la política 
pública debe incorporar tarifas progresivas, simu-
ladores comunitarios y esquemas de gobernanza 
multinivel. La intermitencia: laboratorio de innova-
ción, no obstáculo estructural.

ANA JESSICA DÍAZ FIGUEROA
Museo Gota de Agua

JUAN JOSÉ SANTIBAÑEZ SANTIAGO 
UAM-Iztapalapa/ Museo Gota de Agua

Resumen
La intermitencia en el suministro de agua potable 
constituye un desafío estructural en gran parte del 
Sur Global, donde más de mil millones de personas 
dependen de un servicio discontinuo. Este fenó-
meno refleja fallas en la gobernanza, inequidades 
sociales y ausencia de políticas resilientes. El artí-
culo propone replantear la intermitencia como una 
oportunidad estratégica para rediseñar sistemas 
más equitativos mediante el uso de inteligencia ar-
tificial (IA), en particular algoritmos bioinspirados 
en el comportamiento de colonias de hormigas.
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Introducción
La intermitencia en el suministro de agua potable es 
uno de los problemas más extendidos en las ciuda-
des del Sur Global. Más de 1,000 millones de perso-
nas dependen de sistemas intermitentes (Bivins et 
al., 2017). Este fenómeno no significa sólo escasez 
física: expresa fallas en planeación, gobernanza y 
justicia social. Históricamente, la intermitencia se 
relaciona con urbanización acelerada sin inversio-
nes proporcionales en infraestructura.

En muchas ciudades, las redes fueron diseñadas 
para poblaciones mucho menores y, actualmente, la 
sobreexplotación de acuíferos y el cambio climático 
han agravado la presión. Ante esto, el resultado es 
racionamiento, pérdida de confianza institucional y 
desigualdad en el acceso: mientras los ricos alma-
cenan el agua en cisternas, los pobres dependen de 
pipas y pagan precios mucho más altos para poder 
abastecerse del vital líquido.

Este artículo parte de la hipótesis de que la 
intermitencia puede ser transformada en un espa-
cio de innovación resiliente mediante la aplicación 
de la inteligencia artificial, en particular, los algo-

ritmos de optimización por colonia de hormigas 
(ACO).

La intermitencia como síntoma estructural
Los estudios de caso muestran que la intermitencia 
es un síntoma de crisis institucional más que un fa-
llo técnico aislado. En Tegucigalpa, la rotación de 
barrios en turnos de agua refleja precariedad opera-
tiva y politización de decisiones (Yepes et al., 2001). 
En Cisjordania, la intermitencia responde a factores 
geopolíticos y de control territorial (Vairavamoor-
thy et al., 2007). En Delhi, la estratificación social 
define quién accede a tanques privados y quién de-
pende de camiones cisterna (Satpathy & Jha, 2022). 
En Kampala, la intermitencia se vincula con conta-
minación de acuíferos, al coexistir con saneamiento 
deficiente (Nyenje et al., 2021). En Panamá y Nueva 
Delhi, los estudios hidráulicos demostraron que los 
impactos no siempre corresponden a predicciones 
catastrofistas, lo que evidencia la variabilidad local 
(Erickson et al., 2022).

La intermitencia también es un fenómeno de 
género: en África Subsahariana, las mujeres dedi-
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can entre 2 y 6 horas diarias a acarrear agua, con 
impacto en educación y empleo. En síntesis, la 
intermitencia refleja desigualdad social, fragilidad 
institucional y crisis de confianza.

Resiliencia y política pública
El marco  SETS (socio–ecológico–tecnológico) 

permite entender la intermitencia como un reto 
integral: 

•	Desde lo social, muestra inequidades en capa-
cidad de almacenamiento y acceso.

•	Desde lo ecológico, revela sobreexplotación de 
fuentes y efectos del cambio climático.

•	Desde lo tecnológico, expone redes obsoletas y 
pérdidas por fugas.

     La resiliencia implica adaptabilidad institu-
cional y cultural. Ostrom (1990) demostró que los 
bienes comunes pueden gestionarse colectivamente 
bajo reglas claras. En agua urbana, esto significa 
reconocer a los ciudadanos como co-gestores más 
que consumidores pasivos. Ejemplos recientes con-
firman esta visión: en Ciudad del Cabo, la amenaza 
del “Día Cero” redujo el consumo per cápita de 200 

a 50 litros diarios mediante campañas colectivas 
y tarifas diferenciales. En São Paulo, la sequía de 
2015 impulsó incentivos económicos para hogares 
que redujeran su consumo. Ambos casos muestran 
que la política pública puede orientar conductas 
hacia la corresponsabilidad.

Inteligencia artificial como oportunidad
La Inteligencia Artificial (IA) ha demostrado su 
capacidad en sectores críticos: en energía, ges-
tiona redes inteligentes; en transporte, optimi-
za rutas y reduce tiempos; en agua, se aplica en 
predicción de fugas y calidad (Wu et al., 2020). 
Entre las técnicas más prometedoras destacan los 
algoritmos bioinspirados. La optimización por colo-
nia de hormigas (ACO), desarrollada por Dorigo en 
los años noventa, simula cómo las hormigas eligen 
rutas eficientes mediante feromonas. Los caminos 
reforzados colectivamente se vuelven las rutas ópti-
mas (Dorigo & Stützle, 2004).

Trasladado a sistemas intermitentes, los nodos 
serían fuentes, tanques y hogares; las tuberías, 
senderos; las feromonas, indicadores de presión 
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y confiabilidad. Con base en esta lógica, la red 
podría autoajustarse, favoreciendo la equidad en el 
reparto.

Metodología: Adaptación  
del ACO a redes intermitentes
Para robustecer la propuesta, se adopta el enfoque 
de autoorganización descrito por Zhang (2013), que 
muestra cómo los algoritmos bioinspirados se com-
portan como sistemas dinámicos estocásticos:

•	Representación de la red: Los nodos equiva-
len a fuentes de agua, tanques y hogares. Cada 
tubería se modela como un camino posible, 
con capacidad y resistencia hidráulica.

•	Feromonas digitales: En el ACO clásico, las 
feromonas representan rastros de éxito. En 
redes hídricas, se definen como variables diná-
micas: presión mínima alcanzada, caudal pro-
medio y frecuencia de suministro.

•	Función objetivo: Minimizar inequidad de 
acceso y reducir pérdidas. El algoritmo ajusta 
horarios y caudales priorizando a nodos con 
mayor vulnerabilidad social.

•	Parámetros de autoorganización: Siguiendo a 
Zhang (2013), los parámetros ρ (evaporación), 
ζ (oscilación) y c (coeficiente de acoplamiento) 
determinan estabilidad y convergencia. En 
agua intermitente, estos valores se calibran 
para equilibrar equidad y eficiencia.

•	Estabilidad y resiliencia: El sistema es resi-
liente si alcanza un equilibrio estable bajo 
variaciones de oferta. Esto refleja adaptabi-
lidad, condición central en sistemas hídricos 
urbanos.

•	Implicaciones democráticas: Al ser auditable, 
el modelo permite que los usuarios compren-
dan las reglas de asignación. Esto favorece la 
legitimidad social del algoritmo, condición 
esencial para su aceptación política.

Política pública, resiliencia y democracia
La intermitencia no puede resolverse sin nuevos 
marcos de política pública. Proponemos tres pilares:

1.	 Tarifas inteligentes: progresivas, penalizando 
excesos y protegiendo a los hogares pobres.
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2.	 Simuladores comunitarios: plataformas que 
permitan a los ciudadanos visualizar cómo 
sus hábitos afectan la red.

3.	 Gobernanza multinivel: articulación entre 
comunidades, operadores y reguladores.

El riesgo de captura tecnológica debe mitigarse 
mediante transparencia y control ciudadano. La 
IA no puede operar como caja negra: el agua es un 
derecho humano y su distribución debe ser abierta 
y verificable.

La inteligencia artificial no sólo puede dise-
ñar esquemas más equitativos de distribución del 
agua, sino también impulsar una política pública 
orientada a la sostenibilidad. Mediante el análisis 
de patrones de consumo, la IA permite identificar 
a los hogares y comunidades que adoptan mejores 
prácticas ecológicas en el uso del recurso. Esto abre 
la puerta a un sistema de incentivos progresivos, es 
decir, descuentos en tarifas, mejoras en infraestruc-
tura doméstica y, a escala barrial, premios colectivos 
como una mayor continuidad en el servicio. De este 
modo, se fomenta un aprendizaje social donde la 
resiliencia hídrica se construye desde lo cotidiano.

Discusión
La propuesta, por tanto, abre debates en tres planos:

1.	 Técnico: la IA puede aumentar eficiencia y 
reducir pérdidas.

2.	 Social: existe riesgo de exclusión digital y des-
igualdad en acceso a información.

3.	 Político: la intermitencia puede transfor-
marse en un espacio de participación demo-
crática.

Comparaciones con otros sectores ilustran ries-
gos y oportunidades: en energía, los medidores 
inteligentes mejoraron eficiencia pero suscitaron 
críticas sobre privacidad. En salud, la IA apoyó el 
manejo de la pandemia, aunque reveló desigual-
dades. En transporte, los algoritmos optimizaron 
movilidad pero generaron nuevas formas de segre-
gación espacial. Por lo tanto, la lección es clara: la 
tecnología nunca es neutra. Por ello, la intermi-
tencia hídrica debe abordarse no solo como reto 
técnico, sino como oportunidad de innovación 
democrática.
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Conclusiones
La intermitencia hídrica, lejos de ser un fracaso, 
puede convertirse en un motor de innovación social 
y tecnológica. El modelo propuesto, basado en ACO y 
teorías de autoorganización, muestra que es posible 
diseñar sistemas más justos y resilientes si se inte-
gran tres dimensiones: 1) Eficiencia técnica, al redu-
cir pérdidas y optimizar caudales; 2) Justicia social, al 
priorizar a los hogares vulnerables; 3) Resiliencia de-
mocrática, al abrir la gestión al escrutinio ciudadano. 
Hacia el 2050, cuando el 66 % de la población vivirá 
en ciudades y el cambio climático reducirá la dispo-
nibilidad hídrica en regiones áridas hasta un 40 %, 
las soluciones convencionales serán insuficientes. 
El futuro requiere sistemas capaces de aprender co-
lectivamente.

Por lo tanto, la intermitencia puede dejar de ser 
símbolo de precariedad y transformarse en un labo-
ratorio de resiliencia democrática urbana, donde 
tecnología y ciudadanía converjan para garantizar 
el derecho humano al agua.
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DEL AHP AL RCCG: UNA EVOLUCIÓN METODOLÓGICA 
PARA EL ANÁLISIS DE LA INGOBERNABILIDAD DEL CICLO 
HIDROSOCIAL EN PUERTO MORELOS, QUINTANA ROO

SEBASTIÁN TORRES PERDIGÓN
Universidad Nacional Autónoma de México,  

Facultad de Ciencias Políticas y Sociales ENES Mérida.

Resumen
Este trabajo presenta el desarrollo del método RCCG 
(Rate of Change and Center of Gravity) como evolu-
ción metodológica del Proceso Analítico Jerárquico 
(AHP) para analizar la ingobernabilidad del ciclo 
hidrosocial. El método fue aplicado a 15 indicado-
res geoespaciales distribuidos en 4 dimensiones del 
ciclo hidrosocial, considerando los juicios de cinco 
expertos sobre 31 Unidades de Gestión Ambiental 
del municipio de Puerto Morelos. El RCCG generó 
umbrales dinámicos (umbral ponderado = 0.147) y 
un índice de compatibilidad entre expertos (G pro-
medio = 0.5297), identificando 12 UGAs en situación 
crítica con consenso ≥60%. Esta metodología repre-

senta una mejora significativa al integrar tasas de 
cambio y análisis de compatibilidad, proporcionan-
do umbrales adaptativos para facilitar la toma de 
decisiones en gestión hidrosocial.

Palabras clave: RCCG, AHP, ingobernabilidad, 
ciclo hidrosocial, análisis multicriterio

Introducción
La gestión de recursos hídricos en contextos me-
tropolitanos requiere enfoques metodológicos es-
pecializados que interpreten los diversos conflictos 
emergentes bajo distintas escalas territoriales, suje-
tos a la complejidad de interacciones entre sistemas 
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naturales, sociales, institucionales y económicos 
(Swyngedouw, 2004; Linton & Budds, 2014).

Los métodos tradicionales de análisis multicri-
terio, particularmente el Proceso Analítico Jerár-
quico (AHP), han sido ampliamente utilizados para 
la evaluación de sostenibilidad hídrica (Saaty, 1980; 
Malczewski, 1999; Merino-Benítez & Bojórquez-
Tapia, 2021) y recientemente para evaluar los 
niveles de ingobernabilidad de los territorios hidro-
sociales kársticos costeros de Puerto Morelos, Quin-
tana Roo (Torres-Perdigón, 2024).

En esta investigación previa sobre los niveles 
de ingobernabilidad de los territorios hidrosociales 
kársticos costeros de Puerto Morelos se identifica-
ron algunas limitaciones metodológicas: rigidez en 
umbrales fijos que no capturan la variabilidad tem-
poral, espacial y subjetiva de los actores, y falta de 
análisis de sensibilidad dinámico que integre tasas 
de cambio entre criterios.

El concepto de “ingobernabilidad del ciclo 
hidrosocial” se define como la incapacidad sisté-
mica del Estado, las instituciones y sociedad para 
gobernarse virtuosamente ante las interacciones 

complejas que se reproducen dentro del agua-terri-
torio (Bakker, 2003; Castro, 2007). 

Esta investigación desarrolla y valida el método 
RCCG como evolución metodológica del AHP multi-
nivel para conocer los umbrales de ingobernabili-
dad del ciclo hidrosocial.

Desarrollo
Metodología
El estudio se realizó en el municipio de Puerto Mo-
relos, Quintana Roo, abarcando 27 de 31 Unidades 
de Gestión Ambiental (UGAs) del Programa de Or-
denamiento Ecológico Local (2013). Se conformó 
un panel de cinco expertos multidisciplinarios que 
asignaron pesos a 15 indicadores geoespaciales re-
presentativos de las dimensiones conceptuales de 
la ingobernabilidad  del ciclo hidrosocial kárstico. 
Véase tabla 1 y gráfica 1.

El método RCCG introduce cinco innovaciones 
principales respecto al AHP tradicional (Garuti & 
Mu, 2024): cálculo de tasas de cambio entre indi-
cadores adyacentes, umbrales locales dinámicos 
específicos para cada experto e indicador, perfiles 
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(Torres-Perdigón, 2024) con el 
software SuperDecisions

Donde:
Wi = peso del indicador i
Wj = peso del indicador j

Paso 2: Verificación de consis-
tencia (realizados con los pe-
sos normalizados en la investi-
gación previa (ibidem))

Donde:

λmax = valor propio máximo de 
la matriz de comparación 
n = número de indicadores
RI = índice aleatorio de Saaaty 
correspondiente a n

Tabla 1: Estructura de Indicadores. Gráfica 1: Pesos asignados

de umbral específicos para cada experto, índice de compatibilidad G 
entre perfiles de expertos, y umbral global ponderado basado en com-
patibilidad.

Las operaciones se automatizaron mediante script de R studio 
(ANEXO A) utilizando las librerías: dplyr, tidyverse, knitr, kableExtra, 
matrixcalc, igraph, ggplot2, gridExtra, ggstance.

Algoritmo RCCG
Paso 1: Re-Construcción de matrices de comparación pareada 
(realizados con los pesos normalizados en la investigación previa 
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Paso 3: Cálculo de tasas de cambio

Donde:
Wi

superior = peso superior en el nivel jerárquico 
Wi+1

inferior = peso inferior asociado al siguiente nivel

Paso 4: Umbrales locales RCCG y correlaciones 
de Pearson entre expertos

Donde:
Mi = valor superior del indicador i, Li = valor infe-
rior del indicador i

Donde:
Ui,a = umbral local del indicador i según el experto a
Ua = promedio de umbrales del experto a
n= 15 (indicadores analizados)

Paso 5: Umbral global ponderado

Paso 6: Índice de compatibilidad G

Donde:
PA,i = valor del indicador i en el perfil A
PB,i = valor del indicador i en el perfil B

Paso 7: Escalas adaptativas
Sea:   el conjunto de expertos, donde: 

•	e1 = Sebastián, e2 ​= Arturo, e3 = Gaby,  
e4​= Ayesa, e5​= Patricia 

Para cada experto , se define una función de 
escalas adaptativas: 
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10.2. Función de Escalas Adaptativas
Para cada experto ​ei y nivel 			    

donde:
•	Nkiei​​ = umbral del nivel k para el experto ​​ei

•	 ​​UGei = umbral global del experto ​ei  (calculado 
en Paso 6) 

•	Fk = factor de escala para el nivel k
10.3. Vector de Factores de Escala

Resultados
La distribución de pesos por dimensión (Véase Tabla 
2) mostró diferentes enfoques entre expertos: Patri-
cia y Ayesa priorizaron la Inestabilidad Institucional 
(49.5% y  41.7%), mientras que Sebastián enfatizó 
el Metabolismo Metropolitano Social y Ambiental 
(38.7%). El análisis de tasas de cambio reveló que 
Arturo presentó la mayor tasa entre sus indicadores 
principales (3.007), seguido de Patricia (2.079), y Ga-
briela mostró tasas de cambio sutiles y con el mayor 
indice G (0.6355). (Véase Gráfica 2 y Tlabla 3)

Gráfica 2: Umbrales locales de los expertos.

Tabla 2. Distribucion de pesos por dimensión (%)
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Tabla 3: Tasas de cambio de los expertos.

Gráfica 3: Correlación de Pearson entre umbrales locales

Los umbrales globales calculados fueron: Sebas-
tián (0.1038), Arturo (0.1366), Gaby (0.1192), Ayesa 
(0.1797) y Patricia (0.1866), con un promedio de 
0.1449 y umbral ponderado de 0.147. El índice G pro-
medio fue de 0.5297, indicando baja compatibilidad 
general, pero con correlaciones significativas entre 
pares específicos de expertos. (Véase Gráfica 3)

Se identificaron 12 UGAs en situación crítica con 
consenso ≥60%, simebrago las 5 UGAs mas ingober-
nables son: UGA 30 (Zona urbana Puerto Morelos, 
0.5966), UGA 03 (Forestal de Leona Vicario, 0.4826), 
UGA 11 (Ejidos de Puerto Morelos, 0.3776), UGA 06-c 

(Protección de Pozos, 0.2927) y UGA 08 (Corredor Can-
cún-Leona Vicario, 0.2366).(Véase Tabla 4 y Gráfica 4)

Comparación AHP vs RCCG
El método RCCG presentó ventajas significativas: 
umbrales dinámicos específicos por experto versus 
umbrales fijos del AHP; índice G grupal versus CR 
individual; ponderación por compatibilidad versus 
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Tabla 4: Umbrales globales e Indice G 

Gráfica 4 Umbrales Globales por UGA

ponderación igual; mayor sensibilidad mediante ta-
sas de cambio; e identificación de 19 UGAs críticas 
(73.33%) versus 13 del AHP tradicional (50%).

Las escalas adaptativas permitieron interpre-
taciones diferenciadas según cada experto, con 
umbrales específicos que reflejan la percepción indi-
vidual de cada miembro del panel. (Véase Tabla 5)

Ventajas del Método RCCG
Los umbrales adaptativos del RCCG generan valores 
críticos basados en la percepción transitiva de los 

expertos, no valores estáticos. El umbral pondera-
do (0.147) incorpora tanto la distribución de pesos 
como la confiabilidad de cada miembro del panel. A 
pesar de la baja compatibilidad general, las correla-
ciones de Pearson revelan posibilidades de consen-
sos subconscientes entre actores bajo ciertas dimen-
siones específicas.
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Tabla 5: Comparación metodológica

Los patrones espaciales identificados mues-
tran concentración de ingobernabilidad en zonas 
urbanas, corredores turísticos y zonas ejidales con 
recursos geohidrologicos geoestratégicos, informa-
ción valiosa para la priorización de intervenciones 
y el monitoreo adaptativo. (Véase tabla 6)

Tabla 6: Comparación de escalas entre Sebastián y Gabriela

Conclusiones
El método RCCG representa una evolución significa-
tiva del AHP tradicional para el análisis democráti-
co de sistemas complejos. Los umbrales dinámicos 
mejoran la precisión y adaptabilidad de las decisio-
nes en alianzas, mientras que el índice de compati-

bilidad G proporciona medidas más robustas para 
tomar decisiones en consenso.

Se identificaron 12 UGAs críticas  en consenso 
con diferentes niveles de ingobernabilidad, mos-
trando patrones espaciales de concentración en 
zonas urbanas, corredores turísticos y zonas ejida-
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les. Estos resultados proporcionan herramientas 
para la priorización de intervenciones, monitoreo 
adaptativo y desarrollo de políticas diferenciadas 
según el tipo de ingobernabilidad percibida.

Las limitaciones incluyen la dependencia de jui-
cios expertos y mayor complejidad computacional. 
Se recomienda implementar monitoreo continuo 
de UGAs críticas, desarrollar estrategias diferencia-
das y fortalecer capacidades institucionales multi-
nivel.

El RCCG facilita la identificación de consensos 
científicos y alianzas de preferencias, mejorando 
la toma de decisiones participativa en la gestión de 
territorios hidrosociales complejos.
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LA INTELIGENCIA ARTIFICIAL Y SU APLICACIÓN 
EN EL DESARROLLO DE NUEVOS MATERIALES 
PARA ATENDER RETOS NACIONALES EN EL ÁREA 
DE LA CALIDAD Y SANEAMIENTO DEL AGUA

vidades antropogénicas y factores naturales (por 
ejemplo, la composición geológica de los acuíferos) 
contribuyen a la contaminación de las fuentes de 
abastecimiento de agua para uso y consumo huma-
no en México (Acuña-Bedoya et al., 2025). La presen-
cia de contaminantes orgánicos e inorgánicos, que 
impactan el medio ambiente y generan riesgos para 
la salud pública, ha sido confirmada en diferentes 
acuíferos del país. Por ejemplo, se ha determinado 
que algunos de los pozos que se utilizan para abas-
tecimiento de agua en los estados de Aguascalientes, 
Estado de México, Jalisco y San Luís Potosí presen-
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Resumen
En este artículo se contextualiza la problemática 
de calidad del agua y su purificación en México, y 
se discute la aplicación de la Inteligencia Artificial 
para contribuir a su resolución a través del desarro-
llo de nuevos adsorbentes para la remoción de con-
taminantes prioritarios.

Introducción: Los retos de la calidad del 
agua y su saneamiento en México
La calidad del agua y su saneamiento son dos re-
tos prioritarios que enfrenta la sociedad mexicana. 
Diversos estudios han documentado que las acti-



97

Impluvium, Publicación Digital de la Red del Agua UNAM Número 32, Agua e Inteligencia Artificial

tan contenidos de fluoruros superiores a los valores 
establecidos por la normatividad nacional (Alarcón-
Herrera et al., 2020). La exposición crónica a dicho 
contaminante geogénico, a través del consumo de 
agua, está vinculada con la incidencia de fluorosis 
dental entre la población expuesta y es un factor de 
riesgo asociado a otras afecciones como las enferme-
dades renales (Villalvazo et al., 2021). Los resultados 
de otros diagnósticos permiten concluir que escena-
rios similares ocurren para contaminantes aún más 
tóxicos, como es el caso del arsénico que es carcino-
génico, y cuyas concentraciones en los acuíferos de 
algunas regiones de México son muy superiores al 
límite de concentración establecido para proteger la 
salud pública (Alarcón-Herrera et al., 2020).  

Actualmente, se cuenta con diferentes tecno-
logías comerciales que pueden utilizarse para la 
purificación del agua. No obstante, la principal res-
tricción para su implementación en México, y en 
particular en zonas vulnerables con limitaciones 
económicas, es su costo, el cual se incrementa para 
el tratamiento de agua que contiene contaminan-
tes difíciles de remover como fluoruros, arsénico, 

mercurio, entre otros (Aguilar-Aguilar et al., 2023). 
La reducción de los costos del saneamiento del agua 
para cumplir con los parámetros de calidad estable-
cidos en la normatividad nacional es un factor clave 
para asegurar el cumplimiento del objetivo No. 6 
de la Agenda 2030 para el Desarrollo Sostenible, es 
decir, “garantizar la disponibilidad de agua y su ges-
tión sostenible y el saneamiento para todos” (Orga-
nización de la Naciones Unidas, 2025). La resolución 
de esta problemática requiere el desarrollo de nue-
vos materiales y tecnologías que ofrezcan el mejor 
desempeño posible para la remoción de un amplio 
espectro de contaminantes, pero cuyo valor comer-
cial sea accesible para que se pueda garantizar su 
aplicación con el presupuesto público disponible, 
mejorando la calidad de vida de la población, pero 
sin ocasionar incrementos de tarifas de los servicios 
o cargas tributarias adicionales. 

La Inteligencia Artificial es una de las herra-
mientas que puede contribuir a impulsar la agenda 
científica y tecnológica para la producción de 
nuevos materiales que permitan la purificación 
efectiva y económica del agua (Ji et al., 2025). Esta 
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herramienta ha sido muy útil para minimizar cos-
tos y mejorar la operación de diferentes procesos 
y servicios. En el área de tratamiento de agua, se 
puede utilizar para reducir los precios de fabrica-
ción de nuevos materiales, encontrar materiales 
con propiedades mejoradas y optimizar las condi-
ciones de operación que favorezcan su desempeño 
(Ray et al., 2023; Bhatt et al., 2025). En esta contribu-
ción, se discute brevemente la aplicación de la Inte-
ligencia Artificial y sus potenciales beneficios para 
la preparación de nuevos materiales utilizados en 
procesos de adsorción para remover contaminan-
tes prioritarios del agua, así como la optimización 
de sus propiedades y condiciones de síntesis. 

Inteligencia Artificial y su aplicación en 
el desarrollo de nuevos adsorbentes 
para el tratamiento de agua
La adsorción es uno de los procesos más efectivos 
y rentables, en comparación con otras tecnologías 
disponibles en el mercado, para el saneamiento de 
agua contaminada por especies orgánicas e inorgá-
nicas. En este proceso de tratamiento se utiliza un 

material sólido (denominado como adsorbente), el 
cual tiene una estructura usualmente porosa cuya 
composición y características de superficie permiten 
interactuar de manera selectiva con las sustancias 
de interés (adsorbatos, los cuales son los contami-
nantes) que están disueltas en el fluido a purificar 
(Bonilla-Petriciolet et al., 2019). La efectividad y el 
costo del proceso de adsorción depende de las carac-
terísticas del adsorbente, las cuales a su vez están 
definidas por las materias primas, las tecnologías y 
condiciones para realizar la preparación y procesos 
de activación del sólido que servirá como material 
filtrante para la purificación del agua. Dependiendo 
del tipo de contaminante a ser removido, las con-
diciones de producción del adsorbente, y en conse-
cuencias sus características fisicoquímicas, deben 
ser modificadas para optimizar su desempeño.

La inteligencia artificial se puede utilizar para 
establecer las condiciones de síntesis que generen 
las mejores características finales (porosidad, quí-
mica de superficie, capacidad de regeneración y 
reutilización) de un adsorbente para lograr una 
remoción efectiva de un contaminante en particu-
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lar. En la Figura 1 se muestra 
este enfoque para la producción 
de nuevos materiales destinados 
a la remoción de contaminantes 
del agua. Con fines ilustrativos, 
se asumirá que se está inte-
resado en preparar un car-
bón activado, empleando los 
residuos de la cáscara de coco 
(como materia prima) y pro-
cesos de pirólisis y activación 
química o física. El objetivo es 
obtener un material cuyas pro-
piedades sean las mejores para 
remover diferentes contami-
nantes del agua. Primero, es 
necesario integrar una base de 
datos con la mayor cantidad de 
información disponible (estu-
dios reportados en la literatura 
y cuantificaciones experimen-

tales propias) para este tipo de adsorbente. Esta base de datos podría 
incluir la siguiente información: 

a.	 las condiciones de pirólisis y de los procesos de activación quí-
mica y física aplicados para la obtención del carbón activado.

b.	 las principales propiedades (por ejemplo, área de superficie, 
grupos funcionales, estructuras cristalinas) del carbón activado 
obtenido a las diferentes condiciones de síntesis.

c.	 las características de los contaminantes, las cuales pueden estar 
asociadas a propiedades de sus estructuras químicas o molecula-
res que permitan su diferenciación y clasificación.  

d.	 el desempeño del carbón activado para los diferentes conta-
minantes estudiados donde se debe recolectar información de 

Figura 1. Ilustración de la aplicación de Inteligencia Artificial para preparar nuevos 

adsorbentes para la remoción de contaminantes del agua.
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isotermas, cinéticas y curvas de ruptura de 
adsorción y otros parámetros termodinámi-
cos del proceso de tratamiento incluyendo las 
condiciones de remoción y las características 
principales del fluido tratado (por ejemplo, 
pH, temperatura, salinidad). 

La herramienta de Inteligencia Artificial, la cual 
podría ser una red neuronal artificial u otro algo-
ritmo de aprendizaje de máquina (Yu et al., 2025), 
se utilizará para “aprender” cómo impactan las 
características del proceso de preparación del car-
bón activado en sus propiedades de superficie y, 
principalmente, en su desempeño de remoción de 
diferentes contaminantes. La red neuronal estable-
cerá la funcionalidad existente entre el conjunto 
de variables de entrada y la variable de interés (en 
este caso, la remoción de contaminantes). El modelo 
que se obtenga de esta fase tendrá la capacidad de 
“predecir” el desempeño de remoción de los conta-
minantes estudiados de un carbón activado que se 
prepare a condiciones previamente definidas. Dicho 
modelo basado en Inteligencia Artificial permitiría 
analizar y determinar qué condiciones de produc-

ción podrían ser las más favorables para obtener 
un adsorbente con la mejor capacidad de remoción 
para un contaminante en particular, o con un com-
portamiento promedio para varios contaminantes. 
Los resultados del modelo se utilizarían para reali-
zar la preparación del material y su aplicación en 
los estudios de remoción de contaminantes. 

Este enfoque ayudaría a reducir de forma sig-
nificativa el costo (es decir, reactivos, uso de ins-
talaciones y equipos, salarios) y el tiempo para la 
síntesis de del carbón activado. Es conveniente 
indicar que este tipo de modelos basados en Inte-
ligencia Artificial tienen un mayor potencial para 
el diseño de materiales estructurados, desde el 
punto de vista molecular, como son los armazo-
nes organometálicos (mejor conocidos como MOFs 
por sus siglas en inglés) y otros adsorbentes que 
tengan estructuras regulares y ordenadas, y que 
usualmente son compuestos cristalinos cuyas pro-
piedades son relativamente más fáciles de simular 
(Zhang et al., 2025). Para el caso de adsorbentes con 
estructuras amorfas (como los materiales a base de 
carbono), es posible que la herramienta de Inteli-
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gencia Artificial presente un mayor grado de incer-
tidumbre (debido a la naturaleza heterogénea del 
material) pero su utilización ayudaría significativa-
mente a la optimización de los recursos utilizados 
en su producción. Por otra parte, el enfoque de Inte-
ligencia Artificial descrito en la Figura 1 se puede 
acoplar a herramientas de química computacional 
(las cuales son útiles para predecir teóricamente las 
propiedades de sistemas en función de su estruc-
tura molecular) para obtener mejores resultados e 
incrementar el grado de entendimiento y racionali-
zación del sistema. 

Otros usos potenciales de la Inteligencia Artificial 
en el área de adsorción implican la predicción del 
desempeño de equipos de tratamiento para deter-
minar los tiempos de reemplazo del adsorbente 
saturado para su reactivación y la predicción del des-
empeño del adsorbente cuando otros contaminantes 
o sustancias se encuentran presentes en el fluido a 
purificar (Azhar et al., 2023; Coutinho et al., 2025).

Conclusiones
El desarrollo de nuevos materiales para resol-

ver los problemas de calidad y saneamiento del 
agua en México se puede impulsar mediante la 
aplicación de Inteligencia Artificial. En particular, 
esta herramienta puede utilizarse para producir 
mejores adsorbentes que sean útiles para reducir 
los costos de tratamiento y purificación de agua 
en zonas vulnerables en México donde los acuífe-
ros están contaminados por compuestos tóxicos al 
organismo humano y que están generando proble-
mas de salud pública.
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TRATAMIENTOS BASADOS ​​EN APRENDIZAJE 
AUTOMÁTICO PARA LA REUTILIZACIÓN DEL AGUA 
EN APLICACIONES INDUSTRIALES Y URBANAS

JORGE ALEJANDRO SILVA RODRÍGUEZ DE SAN MIGUEL
Instituto Politécnico Nacional

Resumen
El reciclaje de agua para las ciudades y la industria 
todavía se enfrenta a enemigos implacables: cali-
dad variable del afluente, procesos de tratamiento 
que consumen mucha energía, membranas sucias y 
falta de detección en tiempo real. Sin embargo, con 
los recientes avances en inteligencia artificial (IA) y 
aprendizaje automático (ML), estos desafíos se pue-
den aliviar con sensores blandos para parámetros 
difíciles de medir. Este artículo resume estudios re-
cientes y la experiencia de implementación, contex-
tualizándolos en relación con las estructuras regu-

latorias y de gobernanza actualizadas. Se presenta 
una implementación con una hoja de ruta. ML, si se 
integra con aplicaciones de ingeniería, validación y 
gestión de riesgos de IA, puede permitir la estabili-
zación en la calidad de los efluentes, con reduccio-
nes de costos y una seguridad acelerada en la reuti-
lización industrial y urbana bajo una guía moderna.

Introducción
El aumento de las presiones climáticas, la urbani-
zación y la demanda industrial ejercen una mayor 
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presión sobre los sistemas de agua dulce. La reu-
tilización apta para el uso (agua de alta pureza en 
refrigeración/riego y, donde está permitido, reuti-
lización directa e indirecta de agua potable) se ha 
desarrollado técnicamente, pero es operativamen-
te delicada debido a la diversidad de afluentes, los 
costos energéticos/químicos, la contaminación y las 
mediciones en línea esporádicas de indicadores cla-
ve (p. ej., demanda bioquímica de oxígeno a 5 días 
[DBO5], riesgo microbiano) (Alvi et al., 2023). La 
literatura reciente también reporta beneficios sig-
nificativos del ML en el ciclo de aguas residuales y 
aguas urbanas, en particular el aprendizaje profun-
do para la detección suave, la previsión y el control 
(Alvi et al., 2023). Las implementaciones también 
deben ser relevantes para los marcos actuales: las 
Guías de la Organización Mundial de la Salud (OMS) 
para la Calidad del Agua Potable de 2022, el regla-
mento de la UE sobre reutilización del agua y el pro-
greso del Plan de Acción para la Reutilización del 
Agua (WRAP) de la Agencia de Protección Ambien-
tal (EPA) de Estados Unidos de América (EE. UU.) 
(European Commission, 2023; WHO, 2022). 

Aprendizaje automático para 
la reutilización del agua
El ML está revolucionando la reutilización del agua 
al combinar datos a diferentes escalas: señales cap-
turadas en tiempo real en SCADA (caudal, presión, 
absorbancia del agua a una longitud de onda de 254 
nanómetros de luz ultravioleta (UV254), turbidez, 
potencial de hidrógeno [pH], potencial de oxidación-
reducción, conductividad), análisis de laboratorio 
(demanda bioquímica de oxígeno [DBO], demanda 
química de oxígeno [DQO], Escherichia coli [E. coli]), 
registros de energía, telemetría, así como variables 
exógenas como la meteorología y la producción (Alvi 
et al., 2023; Duarte et al., 2023). Aprovechar esta he-
terogeneidad implica metodologías de integración 
avanzadas, como la sincronización de la base tem-
poral, la detección automatizada de la deriva del 
sensor, la introducción del aprendizaje activo para 
regímenes inciertos y la partición de regímenes ope-
rativos (Alvi et al., 2023; Duarte et al., 2023).

Un avance importante es el uso de sensores 
blandos para predecir condiciones costosas o que 
requieren mucho tiempo utilizando una pequeña 
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cantidad de datos UV-Vis (espectroscopía ultravio-
leta-visible) o de fluorescencia. Investigaciones 
más recientes han demostrado que la DQO, los SST 
(sólidos suspendidos totales) y la E. coli pueden 
predecirse con un alto grado de precisión de forma 
continua, necesaria para usos prácticos como la 
dosificación temprana de coagulantes, la optimiza-
ción de la POA (procesos de oxidación avanzada), 
el control de la nitrificación y la planificación de la 
desinfección (Shyu et al., 2023, Cardia et al., 2023, 
Lechevallier et al., 2025).

Las técnicas de detección de anomalías (bos-
que de aislamiento, PCA [análisis de componentes 
principales] robusto, autocodificadores) pueden ser 
útiles para detectar incidentes tóxicos repentinos, 
como emisiones de contaminación de la industria 
o fallos operativos, y para mejorar los sistemas de 
gestión basados ​​en riesgos, siguiendo las recomen-
daciones de la OMS (WHO, 2022). De igual manera, 
el ML complementa la gestión del ensuciamiento de 
las membranas gracias a su capacidad para predecir 
la presión transmembrana, optimizar las limpiezas 
y evaluar su eficiencia con enfoques híbridos que 

integran la física y los datos para mejorar la transfe-
ribilidad (Abuwatfa et al., 2023; Ignacz et al., 2025).

Otro aspecto importante es la minimización 
del consumo de energía y productos químicos, 
mediante el uso de enfoques de control predic-
tivo para modificar la dosificación y la aireación 
y alcanzar los límites de regulación a un costo 
mínimo (Hermes et al., 2025; Frederick et al., 2024). 
A nivel de sistema, se ha avanzado en la predicción 
del cloro residual y en la gestión de las operaciones 
de las estaciones de bombeo para reducir el riesgo 
de sobrealimentación (Hermes et al., 2025; Frede-
rick et al., 2024). Además, gracias a los gemelos digi-
tales, es posible simular fenómenos hidráulicos y de 
dinámica de calidad en redes urbanas de agua no 
potable, como el control de la demanda, las fugas y 
la desinfección residual (Ramos et al., 2024; Cejudo 
et al., 2023). En el caso de los sistemas de refrige-
ración, el ML facilita la optimización de los ciclos 
de concentración, corrosión y costes de reposición 
de agua en las torres de refrigeración (Ramos et al., 
2024; Cejudo et al., 2023).
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El uso del aprendizaje automático en el sector 
deberá adherirse a la gobernanza y la ética (en 
esencia, la calidad del agua [OMS, Reglamento UE 
2020/741] y la normativa de IA [NIST AI RMF 1.0 
[2023] y la Ley de IA de la UE [2024]). Esto exige 
transparencia, trazabilidad y supervisión humana 
que garantice la seguridad operativa (European 
Commission, 2023; NIST, 2023).

Para la implementación y la hoja de ruta por 
etapas, el sistema resultante combina flujo SCADA, 
almacenamiento de series temporales y funciones 
de ingeniería, registro e implementación gradual 
de modelos con protección perimetral.

Etapa 1 (pilotos): Sensores flexibles (DQO/DBO/
SST), detección de anomalías sin supervisión y aná-
lisis de viabilidad (reducción de incumplimientos, 
costos de laboratorio, así como de productos quími-
cos y energía).

Etapa 2 (mayor control): Predicciones para la 
optimización y el equilibrio entre dosificación, 
aireación y membranas, con rangos de incertidum-
bre; detecciones y reversiones de derivas.

Fase 3 (integración en la red): Predicción de 
demanda y residuos, programación de conductores, 
conectividad de gemelos digitales y paneles de indi-
cadores clave de rendimiento (KPI) (energía, pro-
ductos químicos, limpieza, cumplimiento).

Conclusiones
En la actualidad, el ML tiene el potencial de 

mejorar drásticamente la sostenibilidad y reducir 
el coste de la reutilización industrial y urbana al 
permitir la detección suave de parámetros críticos, 
la detección temprana de anomalías, el control pre-
dictivo de las incrustaciones y la optimización mul-
tiobjetivo de la energía y las sustancias químicas. Su 
adopción debe estar en consonancia con los marcos 
regulatorios vigentes (WHO, 2022) y la gobernanza 
actualizada de riesgos de IA (NIST AI RMF; Ley de 
IA de la UE), que abarca una validación exhaus-
tiva, la generación de informes de incertidumbre e 
interfaces de usuario centradas en el operador. Una 
hoja de ruta por etapas, que comienza con la prepa-
ración de datos y los pilotos de no arrepentimiento, 
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desarrolla la capacidad a medida que protege la 
salud pública y la integridad de los activos.
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DISEÑO DE MATERIALES Y TECNOLOGÍAS EMERGENTES  
PARA LA REMOCIÓN DE CONTAMINANTES  
DEL AGUA A TRAVÉS DE LA IA

complejos como la oxidación avanzada, los reac-
tores electroquímicos inteligentes y los sistemas 
híbridos autónomos, haciendo el tratamiento del 
agua más eficiente, asequible y sostenible. Aunque 
persisten desafíos como la necesidad de datos de 
calidad y la integración de infraestructura, la IA es 
clave para una gestión hídrica circular y resiliente.

Introducción
Las herramientas de la IA se han utilizado cada 
vez más para proteger contra amenazas ambien-

CAROLINA LEYVA
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Resumen
La Inteligencia Artificial (IA) está revolucionando el 
desarrollo de tecnologías  y materiales para la remo-
ción de contaminantes del agua, actuando como un 
coprocesador de diseño que redefine los enfoques 
tradicionales. Mediante técnicas como el  machine 
learning (ML) y el diseño generativo, la IA acelera 
el descubrimiento de materiales avanzados (como 
MOFs, nanomateriales, membranas de filtración, 
etc.) optimizados para adsorber o degradar conta-
minantes específicos, desde metales pesados hasta 
microplásticos y PFAS. Además, optimiza procesos 
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tales, garantizar la calidad del agua y optimizar el 
tratamiento de aguas residuales.  En la Figura 1, se 
pueden observar las áreas de oportunidad de la IA 
en el sector hídrico. El desarrollo de nuevas tecno-
logías de remoción de contaminantes mediante IA 
representa la frontera más avanzada de la ingenie-
ría ambiental. No es solo una herramienta de op-
timización; es un coprocesador de diseño que está 
redefiniendo cómo se conciben, crean y validan las 
soluciones de tratamiento. 

Figura 1. Ramas del sector hídrico que pueden ser apoyadas 

por la IA 

Su capacidad para analizar grandes volúmenes 
de datos, encontrar patrones complejos y optimizar 
procesos en tiempo real la convierte en una herra-
mienta invaluable. Para lograr esto, emplea un con-
junto diverso de métodos integrados. Las categorías 
de modelos de IA más relevantes para el sector del 
agua son las Redes Neuronales Artificiales (ANN), 
que imitan las relaciones no lineales complejas; el 
Aprendizaje Automático (Machine Learning ML), 
que desarrolla modelos predictivos a partir de 
datos; y los Algoritmos de Búsqueda (SA), que opti-
mizan sistemas mediante métodos inspirados en la 
evolución natural (Chowdhury, 2024).

Materiales avanzados
Herramientas empleadas por la IA para 
el diseño de materiales avanzados
Uno de los aportes más significativos de la IA es en el 
diseño de materiales avanzados para la adsorción, 
catálisis y filtración de contaminantes. Desataca el 
diseño de materiales adsorbentes como esponjas de 
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nanoarcillas, hidrogeles o estructuras metal-orgáni-
cas (MOFs),  que son aplicados en la remoción de 
metales pesados o contaminantes emergentes (mi-
croplásticos, PFAS) (Mathaba, 2023; El Alaoui, 2023; 
Duarte, 2023). Para lograr este objetivo, a la IA hace 
uso de modelos complementarios a través de mode-
los de machine learning (ML) de la siguiente forma:

•	Predicción de Propiedades y Desempeño: Se 
entrenan modelos de ML con bases de datos de 
propiedades químicas (porosidad, carga super-
ficial, afinidad química). El modelo aprende la 
relación entre la estructura y la función, per-
mitiendo predecir el desempeño de materiales 
virtuales nuevos. Esto permite cribar millones 
de estructuras en horas, usando técnicas como 
Redes Neuronales de Grafos (GNNs), Random 
Forest o Support Vector Machines (SVM).

•	Diseño Generativo de Materiales:  En lugar 
de predecir, a la IA se le da un objetivo (ej., 
diseñar un material con alta capacidad de 
adsorción de PFAS y bajo costo). Usando mode-
los como las Generative Adversarial Networks 
(GANs), la IA “imagina” y propone estructuras 

atómicas completamente nuevas y a menudo 
contra-intuitivas.

•	Optimización Multi-objetivo:  Un material 
debe ser efectivo, barato, reusable y estable, 
algoritmos de optimización (como NSGA-II) 
encuentran el óptimo compromiso entre todas 
estas variables, presentando un abanico de 
soluciones para una decisión informada.

Tipos de materiales que se 
están diseñando con IA

•	Estructuras porosas avanzadas (MOFs y 
COFs):  La IA predice qué combinaciones de 
metales y ligandos crearán poros con la quí-
mica perfecta para adsorber un contaminante 
específico (Zheng, 2023).

•	Nanomateriales y compuestos:  La IA opti-
miza el  doping  de nanoplacas de grafeno o 
diseña nanocompuestos (ej., óxido de hierro 
con biochar) para combinar alta adsorción con 
propiedades magnéticas para una fácil separa-
ción (Duarte, 2023).
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•	Fotocatalizadores:  Para destruir contami-
nantes, la IA diseña catalizadores (como TiO2 
dopado) que bajo luz visible generan radicales 
libres que los degradan, haciéndolos activos 
bajo luz solar y más eficientes (Olawade, 2024).

•	Optimización de Membranas de Filtra-
ción:  La IA modela cómo la estructura quí-
mica y la topografía de una membrana afectan 
su eficiencia, resistencia al  fouling  (ensucia-
miento) y selectividad, resultando en mem-
branas más duraderas y que consumen menos 
energía (Shahouni, 2024).

Tecnologías Emergentes Impulsadas por IA
La IA no solo diseña materiales, sino que también 
optimiza cómo se usan en procesos complejos. El 
gran número de variables que influyen en la efica-
cia del tratamiento de aguas residuales dificulta pre-
decir el resultado de un proceso que aún no ha sido 
probado. Sin embargo, los modelos de aprendizaje 
automático se han aplicado con éxito en algunos es-
tudios relacionados con plantas de tratamiento de 
aguas residuales para predecir la concentración del 

efluente a partir de las cargas influentes y las condi-
ciones operativas (Collado, 2024).

•	Procesos de Oxidación Avanzada 
(POA):  Estos procesos usan reactivos y cata-
lizadores para generar radicales libres que 
degradan contaminantes persistentes. La IA 
modela y optimiza las dosis de reactivos, el pH 
y el tiempo de residencia para maximizar la 
degradación minimizando costos y subproduc-
tos tóxicos. Esto incluye el diseño de fotocata-
lizadores para luz visible y el uso de gemelos 
digitales para optimizar la geometría de los 
reactores, creando sistemas de desinfección 
solar ideales para comunidades remotas (Hüb-
ner, 2024). 

•	Sistemas híbridos multi-etapa con control 
cognitivo:  Combinan varias tecnologías en 
serie (ej.: ozonización + biofiltros con bacte-
rias especializadas + adsorbentes avanzados), 
usando modelos de optimización se decide, en 
tiempo real, cómo distribuir la carga de agua 
entre las diferentes etapas. Por ejemplo, si un 
sensor detecta un pico de amonio, deriva más 
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flujo hacia la etapa de nitrificación biológica, o 
para la dosificación precisa de reactivos, la IA 
calcula la dosis exacta de ozono o coagulante 
necesaria. Las plantas de tratamiento modu-
lares y ultracompactas que pueden adaptarse 
para remover cualquier tipo de contaminante 
de manera específica (Lowe, 2022).

•	Membranas de separación de próxima 
generación:  Membranas de ósmosis inversa, 
nanofiltración o grafeno. El  diseño genera-
tivo  crea estructuras de poros con formas y 
cargas superficiales específicas para bloquear 
selectivamente iones específicos (ej.: borato, 
nitrato) mientras deja pasar otros, algo impo-
sible con métodos tradicionales. Autolimpieza 
predictiva: Sensores de presión y flujo alimen-
tan modelos de ML que detectan los patrones 
incipientes de fouling. El sistema puede enton-
ces invertir automáticamente el flujo, cambiar 
el pH o liberar una nano-burbuja de aire para 
limpiar la membrana antes de que se ensucie 
críticamente. Esto representaría membranas 
con una vida útil hasta un 50% mayor y menor 

consumo de energía, abaratando la desalación 
y el reúso de agua (Safeer, 2022)

Desafíos y Futuro
Persisten desafíos significativos, la IA necesita gran-
des cantidades de datos de alta calidad para apren-
der, lo que requiere una colaboración crucial entre 
universidades, empresas y gobiernos para crear 
bases de datos abiertas. Además, los costos de im-
plementación, operación y el impacto ambiental de 
estos sistemas avanzados deben ser considerados. 
El siguiente paso evolutivo es que la IA no solo op-
timice la remoción, sino que diseñe tecnologías que 
implementen activamente los principios de la eco-
nomía circular en la gestión del agua.
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Figura 2. Desafíos y futuro de la IA en el desarrollo  

de tecnologías aplicadas

de tratamiento que son adaptativas, resilientes e in-
creíblemente eficientes. Este es el camino hacia una 
verdadera gestión circular y sostenible del agua. Sin 
embargo, este poder con lleva grandes responsabi-
lidades, por lo que es necesario un compromiso con 
un uso ético, transparente y respetuoso con las per-
sonas y el medio ambiente.

Conclusión
Al permitir el diseño racional de materiales, la op-
timización de procesos complejos y la personaliza-
ción de soluciones, la IA está ayudando a resolver 
algunos de los problemas más desafiantes de la con-
taminación hídrica. Está actuando como el arquitec-
to principal de una nueva generación de tecnologías 
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DESARROLLO DE UNA METODOLOGÍA  
BASADA EN INTELIGENCIA ARTIFICIAL PARA  
PREDECIR NITRÓGENO Y FÓSFORO EN 
CUERPOS DE AGUA SUPERFICIALES MEDIANTE 
PARÁMETROS IN SITU Y DE BAJO COSTO

logía incorpora técnicas de aprendizaje automático, 
incluyendo simulaciones de Monte Carlo y algo-
ritmos de preprocesamiento de datos. Con más de 
22,000 registros de la Red Nacional de Monitoreo de 
Calidad del Agua en México. Los modelos alcanza-
ron valores de R² superiores a 0.97. El enfoque pro-
puesto ofrece una alternativa económicamente via-
ble y escalable, con potencial de reducir costos de 
monitoreo en más del 60%, manteniendo la confia-
bilidad para una mejor gestión del recurso hídrico.

MARCO ELENES ALDERETE, HECTOR RODRIGUEZ-RANGEL,  
JOSÉ LUIS MEDINA JIMÉNEZ, LEONEL AMABILIS SOSA

Instituto Tecnológico de Culiacán, Sinaloa

LUIS ALBERTO MORALES-ROSALES
Facultad de ingeniería civil, SECIHT,  

Universidad Michoacana de San Nicolás de Hidalgo 

Resumen
La inteligencia artificial (IA) incursiona progresi-
vamente en las áreas técnicas y científicas.  Para 
una apropiada gestión del recurso hídrico, las apli-
caciones de la IA deben estar a cargo de un grupo 
multidisciplinario que incluya a expertos en agua 
y computacionales. En este trabajo se desarrolla un 
modelo predictivo para la estimación de nitróge-
no (N_TOT) y fósforo (P_TOT) totales en cuerpos de 
agua superficiales, utilizando parámetros medibles 
in situ como temperatura, turbidez, pH. La metodo-
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Introducción
La gestión de la calidad del agua enfrenta retos sig-
nificativos debido a los costos y tiempos asociados 
a los análisis de laboratorio, particularmente en la 
medición de nutrientes clave como nitrógeno y fós-
foro. Estos elementos son fundamentales para eva-
luar el estado trófico y la salud de los ecosistemas 
acuáticos (Conley et al., 2009; World Health Organi-
zation, 2017). Sin embargo, la determinación de am-
bos nutrientes con los métodos actuales (i.e. de labo-
ratorio) implica gastos de 75 a 200 USD por muestra, 
además de costos de transporte y tiempos de espera 
considerables. En regiones con recursos limitados, 
este esquema dificulta el monitoreo constante y de 
amplia cobertura.

Por otra parte, existen parámetros de calidad 
del agua de seguimiento, mayoritariamente fisico-
químicos (p.ej. temperatura, pH, conductividad), 
que son fáciles, rápidos, y, de especial interés, de 
bajo costo.  Con los métodos estadísticos convencio-
nales, prácticamente no existe relación que permita 
establecer modelos predictivos de nitrógeno y fós-

foro, utilizando como variables de entrada o inde-
pendientes los parámetros de fácil acceso.

Por su parte, la inteligencia artificial (IA) y el 
aprendizaje automático (ML) han mostrado potencial 
para estimar concentraciones de nutrientes a partir 
de variables indirectas como turbidez, pH, sólidos 
disueltos y temperatura (Zhang et al. 2020). Estos 
enfoques permiten generar resultados rápidos, eco-
nómicos y escalables, con aplicaciones en la toma de 
decisiones y en la planeación de políticas públicas.

El objetivo de este trabajo es presentar una 
metodología sistemática y escalable para prede-
cir las concentraciones de nitrógeno total (N_TOT) 
y fósforo total (P_TOT) a partir de parámetros 
fácilmente medibles, utilizando algoritmos de 
aprendizaje automático validados en condiciones 
heterogéneas.

Desarrollo
Área de estudio y datos
El estudio se centró en la región del Pacífico mexi-
cano, utilizando registros de la Red Nacional de 
Monitoreo de Calidad del Agua (RENAMECA). Se 
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analizaron más de 22,000 re-
gistros recolectados entre 2010 
y 2022, distribuidos en Sinaloa, 
Jalisco, Michoacán y Nayarit. 
Cada registro incluyó paráme-
tros fisicoquímicos, biológicos y 
ambientales, de los cuales se se-
leccionaron siete variables clave 
por su adquisición con senso-
res de campo: N-NH3, N-NO2, 
N-NO3, sólidos disueltos totales, 
pH en campo, turbidez y tempe-
ratura ambiente.

Metodología
El flujo metodológico incluyó: (i) 
selección de variables medibles 
in situ, (ii) preprocesamiento de 
datos mediante técnicas de ba-
lanceo como SMOTE, ADASYN 
y bootstrapping (Chawla et al., 
2002), (iii) normalización con 
MinMaxScaler y StandardSca-

Algoritmo Idea principal Ventajas Limitaciones

Random Forest
Construye muchos árboles 
de decisión y combina 
sus resultados (votación o 
promedio).

Robusto, maneja bien 
datos ruidosos, evita 
sobreajuste.

Puede ser lento en 
grandes conjuntos, 
menos interpretable.

Extra Trees
Similar a Random Forest, 
pero con más aleatoriedad 
en cada punto de decisión.

Más rápido que RF, 
buena precisión.

Menos interpretable, 
puede ser menos 
estable.

Gradient Boosting
Los árboles se construyen 
uno tras otro, corrigiendo 
los errores previos.

Alta precisión, detecta 
relaciones complejas.

Más lento, sensible a 
hiperparámetros.

HistGradientBoosting
Usa histogramas para 
acelerar la construcción de 
árboles.

Muy eficiente en 
datos grandes, buen 
desempeño.

Menos intuitivo para 
interpretar.

XGBoost

Entrena varios modelos 
débiles de forma secuencial, 
donde cada nuevo modelo 
se enfoca en corregir los 
errores del modelo anterior, 
para lograr una predicción 
final muy precisa y potente.

Precisión alta, 
rápido, estándar en 
competencias.

Complejo de ajustar, 
más difícil de 
interpretar.

LightGBM
Divide en hojas en vez de 
niveles, lo que lo hace más 
rápido.

Escalable, muy rápido, 
excelente en grandes 
datos.

Puede sobreajustar 
en datos pequeños, 
menos interpretable.

CatBoost
Optimizado para trabajar 
con variables categóricas sin 
preprocesamiento.

Maneja datos mixtos, 
reduce necesidad de 
codificación.

Más nuevo, menos 
conocido en algunas 
áreas.

MLP Regressor
Red de “neuronas” 
conectadas que aprenden 
patrones complejos.

Captura relaciones no 
lineales, flexible.

Necesita más datos, 
menos interpretable, 
sensible a parámetros.

Tabla 1. Descripción de los diferentes algoritmos de Inteligencia Artificial evaluados.
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ler, y (iv) partición de datos en 
esquemas 70/30 y 80/20.

Se entrenaron modelos con 
ocho algoritmos de aprendizaje 
supervisado, incluyendo Ran-
dom Forest, Extra Trees y MLP 
Véase Tabla 1. El desempeño fue 
evaluado mediante simulacio-
nes de Monte Carlo para redu-
cir el sesgo aleatorio y obtener 
métricas robustas. Posterior-
mente, se aplicó optimización 
bayesiana con Optuna para refi-
nar hiperparámetros y mejorar 
la capacidad predictiva (Bergs-
tra et al., 2011).

Como se puede observar, se 
hace uso de técnicas de IA, ML 
y estadísticas, tanto de manera 
secuencial como de retroali-
mentación entre sí.  

Resultados
Los modelos basados en árboles de decisión, particularmente Extra 
Trees y Random Forest, mostraron el mejor desempeño con valores de 
R² superiores a 0.97 en validación interna. La validación externa con 
registros de Sonora y Oaxaca (conjunto de datos de calidad del agua no 
considerados durante el desarrollo ni entrenamiento de los modelos) 
confirmó la capacidad de generalización del modelo, con una ligera dis-
minución en la precisión véase Figura 1 y Figura 2.

En términos económicos, se estimó que el uso de sensores in situ y 
modelos predictivos podría reducir en más del 60% los costos anuales 
asociados al monitoreo convencional, lo cual representa una ventaja 
considerable para programas de gestión hídrica a gran escala.

Comparado con estudios internacionales basados en imágenes sate-
litales o en bases de datos extensivas, este enfoque ofrece un balance 
óptimo entre precisión, costo y aplicabilidad operativa.

Conclusiones
La principal contribución de este trabajo radicó en demostrar que los 
modelos de aprendizaje automático pueden ser utilizados en paralelo 
a los análisis de laboratorio, para que la carga de trabajo en estos sea 
menor. 

Los modelos predictivos desarrollados permiten estimar con alta 
precisión (R² > 0.97) las concentraciones de nitrógeno y fósforo totales a 
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Figura 1. Comparativa de valores reales contra los predichos 

del estado de Oaxaca para el nitrógeno total.

Figura 2. Comparativa de valores reales contra los predichos 

del estado de Sonora para el fósforo total.

partir de parámetros medibles en campo mediante 
sensores de bajo costo. Esto representa una alter-
nativa viable a los métodos de laboratorio, con la 
posibilidad de reducir en más del 60% los costos de 
monitoreo. Sin embargo, aún existen limitaciones: 
no se incorporaron variables biológicas como cloro-
fila-a o indicadores de oxígeno disuelto, los cuales 
enriquecerían la interpretación ecológica. Futuras 
investigaciones podrían integrar estas variables, así 

como expandir la validación hacia climas y regio-
nes con dinámicas distintas.

La metodología es escalable, adaptable a distin-
tos cuerpos de agua y útil para agencias guberna-
mentales, instituciones académicas y organismos 
operadores de agua. Con su integración en platafor-
mas digitales, estos modelos pueden convertirse en 
herramientas clave para el seguimiento en tiempo 
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real y la toma de decisiones en la gestión sostenible 
de los recursos hídricos.
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¿IA PARA MANEJO DEL AGUA O AGUA PARA LA IA? 
CONCIENCIA E INFORMACIÓN PARA LA TOMA 
DE DECISIONES RESPONSABLES

derecho a la información y la adopción de mejores 
prácticas. Iniciativas globales buscan una gestión 
sostenible del agua, involucrando a empresas tec-
nológicas, sociedad civil y gobiernos.

Introducción
La conciencia sobre el cuidado del agua suele sur-
gir mayormente ante eventos extremos como inun-
daciones y sequías. En el caso de la ciudadanía, no 
se ha logrado que se entienda mejor la demanda de 
agua, sobre todo indirecta, como consumidores de 
productos o servicios, lo que nos hace corresponsa-
bles en las respectivas huellas hídricas.

MARISSA MAR PECERO, DAVID-EDUARDO GUEVARA-POLO

Resumen
La creciente demanda por servicios digitales y de 
inteligencia artificial (IA) ha generado preocupa-
ciones sobre su efecto en los recursos hídricos. En 
marzo de 2025, la empresa OpenAI reconoció públi-
camente la necesidad de limitar el uso de ChatGPT 
por sobrecarga en su infraestructura. La IA requie-
re agua en tres etapas: enfriamiento de centros de 
datos, generación eléctrica y manufactura de servi-
dores. Cada búsqueda con IA puede consumir hasta 
50 ml de agua. En México, Querétaro concentra gran 
parte del consumo energético y de agua para cen-
tros de datos, con un consumo anual de hasta 15 mil 
millones de litros. Ante este panorama, se destaca 
la importancia de la transparencia empresarial, el 
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Un caso que ejemplifica esto ocurrió en marzo 
de 2025, cuando la demanda global de imáge-
nes generadas por inteligencia artificial (IA) en la 
herramienta ChatGPT provocó una sobrecarga en 
la infraestructura de la empresa desarrolladora y 
operadora, Open AI. Su director lo reconoció públi-
camente, al declarar la necesidad de introducir 
límites de uso de esta herramienta. (Sam Altman on 
X, 2025).

En este contexto, el objetivo del presente texto 
es describir razones técnicas que explican el uso de 
agua en los centros de datos, presentar hallazgos de 
la literatura especializada sobre este tema, reflexio-
nar sobre diferentes ámbitos en torno al uso res-
ponsable de la IA y enfatizar la importancia de la 
transparencia por parte de las empresas del sector 
tecnológico. 

Las razones de una IA sedienta
De acuerdo con Cisco (2025), un centro de datos es 
una instalación física que las organizaciones utili-
zan para almacenar sus aplicaciones y datos críticos. 

En la actualidad, caracterizada por la prolifera-
ción de las redes sociales, el auge de las telecomuni-
caciones y la ubicuidad del internet, la generación, 
procesamiento y almacenamiento de datos es una 
necesidad indiscutible. En particular, los modelos 
de inteligencia artificial (IA) requieren de grandes 
volúmenes de datos para entrenarse, ya que, esen-
cialmente, lo que un modelo hace es una serie muy 
grande de operaciones matemáticas con el fin de 
encontrar patrones en un conjunto de datos. 

De acuerdo con Li et al (2025), el uso del agua 
para la inteligencia artificial se distribuye en tres 
etapas: el enfriamiento de los centros de datos, 
el uso de agua para la generación de electricidad 
fuera de sitio y el agua empleada para el proceso de 
manufactura de los servidores. Vale la pena señalar 
que la huella hídrica se divide en azul (agua super-
ficial y subterránea), verde (lluvia y humedad del 
suelo) y gris (necesaria para asimilar contaminan-
tes) (Water Footprint Network, s.f.)

Ahora bien, de acuerdo con Li et al (2025), el 
enfriamiento sucede en dos etapas: En la primera, 
el calor de los servidores es transferido a su rede-
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dor, dentro de las instalaciones del centro de datos. 
En la segunda etapa se transfiere el calor de las ins-
talaciones al exterior. La selección de los métodos e 
infraestructura de enfriamiento para los servidores 
(Figura 1) es clave para la determinación de la hue-
lla hídrica y eficiencia de los Centros de Datos.

Figura 1. Elaboración propia con datos de Nabiax (2023), 

Nvent (s.f.) y Abast (2024)

¿Cuántas gotas por una respuesta?
Vale la pena aplicar el concepto de huella hídrica a 
la inteligencia artificial. 

Por ejemplo, una estimación realizada por Han-
nah et al (2025) de la Universidad de Birmingham 
indica que cada búsqueda con IA representa 50 ml, 
es decir, la quinta parte de un vaso de agua. En el 
caso de México, una estimación para ChatGPT-3 
sugiere un consumo de 24 ml por búsqueda (Li, et 
al 2025).

La atención a este asunto no es reciente. Acto-
res desde el ámbito académico (Mytton, 2021) de 
organismos multilaterales (OCDE, 2023;  (ITU, 2014; 
ITU, 2022; World Bank, 2023) y la propia industria 
reconocen el uso intensivo de agua y energía en los 
centros de datos 

Según McKinsey (2024), los centros de datos 
actualmente utilizan 60 GW y antes del 2030 
podrían demandar entre 171 y hasta 298 GW anua-
les. Análogamente, Li et al (2025) proyectan que 
la demanda global de IA represente entre 4,200 y 
6,600 millones de metros cúbicos de extracción de 
agua en 2027, lo que supera la extracción anual 
total de agua de la mitad del Reino Unido.
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En México, García Gasca (2025) considera que 
Querétaro, “concentra aproximadamente el 50% 
de la capacidad energética nacional destinada a 
centros de datos, actualmente de 305 MW y con 
consumo de caso 9 mil millones de litros de agua 
al año. Además, se proyecta para soportar un con-
sumo de 600 MW, lo que significaría un consumo de 
15 mil millones de litros de agua al año”.

¿Qué hacer al respecto?
En el sector industrial, el abastecimiento de 

agua puede ocurrir de dos maneras: autoabasteci-
miento o conexión a la red de agua potable. En el 
primer caso, se debe tener un título de concesión 
otorgado por la Comisión Nacional del Agua para 
extraer el agua (típicamente mediante pozos) y en 
el segundo caso, la industria debe tener un contrato 
con el organismo operador local (público, privado o 
mixto).

Ahora bien, dada la necesidad de garantizar el 
agua para consumo humano, el creciente interés 
de la población, la academia (ver Figura 2) y otros 
actores sociales por conocer el impacto ambiental 

de los centros de datos, se encuentra legítimamente 
sustentado en el derecho a la información en su 
doble vertiente: el derecho a informar y ser infor-
mado, que por lo señalado en el párrafo anterior, 
esa responsabilidad recae inicialmente en los orga-
nismos encargados, por un lado de la administra-
ción, y por otro, del abastecimiento de agua.

Figura 2. Cantidad de publicaciones académicas indizadas en 

Scopus relacionadas con el uso de agua y los centros de datos

En ese contexto, destaca la actualización de 
análisis de la OCDE (2024) sobre la gobernanza 
hídrica en México -esta vez en el contexto de las 
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oportunidades derivadas del nearshoring-, el cual 
reitera la recomendación de mejorar el sistema de 
información sobre el agua para garantizar que se 
proporcionen datos precisos y actualizados sobre 
su disponibilidad, uso y calidad. 

Por su parte, la industria desarrolla mejores 
prácticas para el manejo responsable del agua, ade-
más del cumplimiento de la legislación nacional y 
estándares internacionales, porque su sostenibili-
dad depende de lo que sucede en la cuenca donde 
están ubicadas sus plantas, pero también de las 
operaciones de toda su cadena de suministro.

 En el caso de la que nos ocupa, es notable el 
incremento de empresas del sector de telecomuni-
caciones que en los últimos cinco años se han adhe-
rido al Mandato de Directores de Empresas sobre el 
Agua del Pacto Mundial Global de las Naciones Uni-
das, creado en 2007. Actualmente, este compromiso 
cuenta con el involucramiento de 54 empresas del 
sector tecnológico en 26 países.

Figura 3. 

Fuente: análisis propio, con información de UN Global Compact  
and Pacific Institute (2025)

Además de ese compromiso, existe una Alianza 
global de empresas, organizaciones de la sociedad 
civil y sector público (AWS) que trabaja de manera 

colaborativa para la gestión sostenible del agua en 
sitio y en escala de cuenca. Entre sus áreas priorita-
rias de acción se encuentra el sector de tecnología 
y microelectrónica, dicha alianza impulsó también 
la creación del Estándar Internacional de Gestión 
Sostenible del Agua con un enfoque importante de 
transparencia.
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Conclusión
Los servicios digitales y de telecomunicaciones son 
servicios habilitadores para el desarrollo económi-
co y ejercicio de otros Derechos Humanos, -en este 
caso, también para mejorar la gestión del agua-. Sin 
embargo, el uso de éstos debe acompañarse de una 
conciencia clara sobre su huella hídrica y ambiental. 
Ese uso responsable debe basarse en información 
relevante y ser traducida en acción gubernamental 
y de la industria, pero también de los consumidores.
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